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Sissejuhatus

Nii firmade kui ka tavainimeste elus méingivad suurt rolli ajas toimuvad ning tea-
tud juhuslikkuse komponenti sisaldavad siindmused, mille efekt on sageli viljenda-
tav erinevatele ajahetkedele vastavate numbrite jadadena ehk aegridadena. Niitena
voib tuua sissetulekud ja viljaminekud, toodete ldbimiitigi maht, péevaste ja kuiste
sademete hulk jms. Sellistes valdkondades juhuslikkus toob kaasa riske, mille halda-
miseks on viga tahtis osata juhuslikkuse iseloomu kindlaks teha, mineviku andmete
pohjal voimalikult tdpseid prognoose leida ning moningatel juhtudel ka ebasoovi-
tavate tendentside ilmnemisel oigeaegselt sekkuda. Koike seda voimaldab aegridade
teooria.

Ajalooliselt on praktikute poolt kasutusele voetud mitmeid meetodeid aegrida-
dega seotud iilesannete (nt. trendi leidmine, tulevikuviértuste prognoosimine jms)
lahendamiseks. Meetodi all moistame siin kursuses arvutuseeskirja, mille raken-
damine peaks andma soovitud tulemuse. Meetodid tuginevad enamasti nn tervel
moistusel ja intuitsioonil ning neid voib rakendada suvalisele ajas jarjestatud and-
mete kogumile, kuid lahtiseks jadb kiisimus tulemuste tegelikkusele vastavuse ja
usaldusvairsuse osas.

Selleks, et olla (piisavalt) kindel selles, et arvutatud tulemused kajastavad reaalsust
ning on kasutatavad ka tuleviku prognoosimisel, tuleb ldhtuda aegrea matemaatilis-
test mudelitest. Mudel on matemaatiline kirjeldus selle kohta, kuidas juhuslikkus
mojutab aegreale vastavate andmete tekkimist. Mudelist 1ahtuvalt on voimalik kont-
rollida selle sobivust konkreetse aegrea kirjeldamiseks ning tuletada teoreetiliselt
pohjendatud arvutuseeskirjad vaadeldavale mudelile vastava aegrea erinevate kom-
ponentide leidmiseks ning tuleviku prognoosimiseks koos konkreetsete usalduspiiri-
dega leitavate hinnangute jaoks. Aegridade teooria seisneb mudelite kirjeldamises
ja nendele vastavate arvutuseeskirjade ning veahinnangute tuletamises.

Teooria rakendamine koosneb mitmetest etappidest, milleks on

1. Sobiva matemaatilise mudeli valik. Nagu me kursuse jooksul ndeme, on voi-
malike mudelite hulk viga lai ning ddrmiselt téhtis on leida voimalikult lihtne
mudel, mis voimaldaks tegelikkust adekvaatselt kirjeldada.

2. Leitud mudeli kalibreerimine (ehk sobitamine) olemasolevate andmetega ning
saadud konkreetse mudeli kirjeldusvoime kontroll. Kui selgub, et kirjeldusvoi-
me on liiga madal, siis tuleb minna tagasi mudeli valiku juurde.

3. Kalibreeritud mudeli kasutamine tuleviku ennustamiseks, ennustuste veapiiri-
de kindlakstegemine, vajadusel sobivate juhtimismehhanismide valik soovitud



tulemusest tekkinud korvalekallete vahendamiseks.

Koiki neid kiisimusi (vélja arvatud juhtimismehhanismide valik) vaadeldakse kées-
oleva kursuse raames. Samas tuleb silmas pidada, et tegemist on sissejuhatava kur-
susega aegridade teooriast ning kiillalt palju olulisi mudeleid ning tehnilisi vahendeid
jaab selle kursuse raames kasitlemata. Aegridade teooria aktuaalsusest annab aga
tunnistust néiteks see fakt, et 2003. aasta Nobeli majanduspreemia anti vélja just
aegridade teooria alaste t66de pohjal (R.F. Engle)



Peatukk 1

Tahistused ja moisted. Aegridade
intuitiivne kasitlemine

Mitteformaalselt on aegrida mingi ajas muutuva ja juhuslikest teguritest soltuva
suuruse erinevatele jarjestatud ajavahemikele vastavate vadrtuste kogum. Selleks
voib olla nditeks teatud ajavahemike tagant moodetud konkreetse inimese kaal, akt-
siahind, firma aastane kasum, kindlustusfirmale laekuvate kahjunouete kogusumma
paevade kaupa vms. Kui mootmised toimuvad pidevalt, siis on tegemist pideva ajaga
aegreaga, vastasel korral 6eldakse, et aegrida on diskreetse ajaga. Kéesolevas kur-
suses késitleme ainult selliseid diskreetse ajaga aegridasid, kus viirtused vastavad
vordsete ajavahemike tagant tehtud mootmistele. Olgu selle ajavahemiku pikkus
h, seega eeldame, et huvipakkuva suuruse Z vaartusi moodetakse ajamomentidel
T, =To+1ih, kus i € N voi ¢ € Z. Selleks, et hoida tahistusi voimalikult lihtsana
ning olla kooskolas aegridade alase kirjanduse tavadega, tdhistame ajamomendile 7,
vastavat juhuslikku suurust Z kujul Z; ning selle teadaolevat vairtust kujul z;, kus
t on taisarvuline (voi naturaalarvuline) indeks. Erinevalt paljudest muudest statis-
tilistest andmestikest ei saa aegridade puhul {ildjuhul eeldada, et rea moodustaksid
mingi konkreetse jaotusega juhusiku suuruse soltumatud vaatlused. Sageli ei saa
eeldada, et erinevatele ajamomentidele vastavad vaédrtused oleksid sama jaotusega,
nditeks voib aja muutudes hajuvus voi keskmine muutuda. Isegi kui sama jaotu-
se eeldus on pohjendatud, ei ole vaatlused reeglina soltumatud (néiteks jargmine
vadrtus voib oluliselt olla mojutatud hetkeviértusest). Seetottu tuleb statistiliste
moistete (dispersioon, korrelatsioon jms) ja vahendite (nt regressioonanaliiiis) ra-
kendamisel aegridadele olla ddrmiselt ettevaatlik. Néiteks on iisna absurdne rédkida
mingi konkreetse aktsia hinna dispersioonist, kasutades selle aegrea pohjal arvuta-
tud vastavat suurust (moelge jirele, miks see nii on!).

1.1 Aegrea komponendid

Aegreaga kirjeldatud juhusliku suuruse muutumisel ajas voib olla mitmeid erinevaid
pohjuseid:

e Umbritseva (majandus)keskkonna, firma juhtimiskultuuri vms tegurite pika-



ajaline moju. Muude mojutegurite puudumisel peaks see avalduma rea viar-
tuste kindlasuunalistes muutustes (kasvamises voi kahanemises), mida nime-
tatakse trendiks.

o Kellaajast, nddalapdevast, kalendrikuust vms soltuvad kindla perioodiga muu-
tused. Kui perioodiks on aasta, siis nimetatakse selliseid muutusi sesoonse-
teks muutusteks.

e Jooksva aasta kalendrist soltuvad muutused. Osade vaadeldavate suuruste
vadrtused soltuvad néiteks t66- voi kalendripdevade arvust kuus voi kvartalis.

e Ebaregulaarsed, liihikeste ajavahemike jarel toimuvad muutused.

Majandusest rddkides eristatakse sageli veel pikaajalist kindla suunaga muutumist
ning nn majandustsiiklist soltuvaid ebaregulaarse pikkusega kiillaltki pikaajalisi tou-
se ja langusi, kuid andmete pohjal on neid muutumise tiiiipe praktiliselt voimatu
eristada. Aegrea osadeks jaotamisel nimetatakse seetottu sageli suhteliselt aeglaselt
toimuvat muutumist trend-tsiikliks (inglise keeles trend-cycle).

Oluline on aga maista, et eelnevalt toodud kirjeldused trendi ja sesoonse (perioodi-
lise) komponendi kohta ei ole matemaatilised definitsioonid ning erinevad inimesed
voivad neid mosta erinevalt. Sageli moeldakse trendi all konkreetsemalt iihtlast (li-
neaarset) kasvamist/kahanemist voi vastava sirge tousu; samuti voidakse selle all
moelda nii iildist, kogu aegrida kirjeldavat muutust kui ka lokaalset, liihemaajalist
muutumise suunda, mille suurus ja suund voib ajas muutuda. Konkreetse tihen-
duse omandavad need moisted alles siis, kui on matemaatiliselt kirjeldatud, kuidas
aegrida nendest osadest kokku pandud on ning kuidas need ajas muutuda voivad.

Vaatlema néidetena kahte kuude kaupa defineeritud Eesti Statistikaameti veebile-
helt www.stat.ee 2016a augusti 1opus allalaaditud aegrida ( tarbijahinna indeksit
ning majutatud turistide arvu), Kuskokwim joe (Alaska, USA) vooluandmeid (vee-
bilehelt waterdata.usgs.gov) ning R tarkvara abil genereeritud juhusliku ekslemist
(igal sammul liideti eelnevale vidrtusele standardse normaaljaoutsega juhusliku suu-
ruse vaartus). Graafikud on kujutatud joonisel 1.1.

Joonise pohjal paistab, et tarbijahinna indeksil on selgelt kasvav trend ning silma-
ga nihtavaid sesoonseid muutuseid ei paista. Samas aga majutatud turistide arvu
aegreal paistab olema nii kasvav trend kui ka selge sesoonne komponent.Joevoolu
andmestik on niide ilma trendita reast, millel on tdheldatav teatav perioodilisus.
Juhusliku ekslemise rida on aga heaks naiteks sellest, et lihtsalt vaatluse pohjal on
viga raske teha korrektseid jareldusi aegrea komponentide kohta. Nimelt on selge, et
juhuslikul ekslemisel ei ole mingit vihegi piisivat muutumise suunda ning tuleviku
ennustamisel ei oma senine kasvamine mitte mingisugust rolli. Kui trend peaks vil-
jendama rea tulevikukiitumist juhuslike hairituste puudumisel, siis ei ole juhuslikul
ekslemisel mingit trendi. Keskmine vadrtus on aga ajas selgelt kahanenud, seetot-
tu Geldakse sellist graafikut vaadates sageli ikkagi, et tegemist on trendiga reaga.
Ménedes artiklites/késitlustes nimetatakse sellist kasvamist, mis ei oma infot tule-
viku kohta, stohhastiliseks trendiks. Igal juhul on selge, et trendi moiste on ilma
tidiendavate téapsustusteta viga ebaméidrane.
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Joonis 1.1: Nelja aegrea graafikud

Kiéesoleval kursusel vaatleme pohiliselt aegridade stohhastilisi mudeleid, mille korral
ei ole eelmainitud komponente vaja eraldi vilja tuua. Samas on aga ka komponenti-
del pohinevad ldhenemised laialt levinud ning seetottu tutvume koigepealt moninga-
te lihtsate ideedega, mida on voimalik kasutada etteantud rea osadeks lahutamiseks
ning ka nendele osadele pohinevaks prognoosimiseks.

1.1.1 Trendi leidmise meetodid

Trendi puhul eristatakse nn globaalset, ajas muutumatu iseloomuga trendi ja lo-
kaalset trendi, mis voib ajas pikkamddda muutuda.

Globaalse trendi eraldamine

Monikord on otstarbekas eeldada, et vaadeldava juhusliku suuruse pikaajalist kiitu-
mist ajas iseloomustab mingi kiillalt lihtsal kujul olev funktsioon (lineaarne, ruut-
funktsioon, trigonomeetriline funktsioon, eksponentfunktsioon), mille iimber toimub
vonkumine ebaregulaarsete héirituste ning perioodilise mojutegurite tottu. Vaatle-
me lihtsuse mottes ainult juhtu, kus perioodilist komponenti ei ole; sel juhul tehakse
sageli oletus, et aegrea andmed on kujul

2t = f(ﬁat) + Uy,

kus f on mingi teadaolev parameetritest 8 = (fy,. .., 3,)" soltuv funktsioon ning v,
on juhuslik korvalekalle. Pirast kuju fikseerimist tuleb valida sobiv moodus tundma-
tute parameetrite madramiseks. See moodus peaks rahuldama mitmeid tingimusi:



1. Parameetrite leidmise moodus peaks vastama mingile iilesande sisu arvestava-
le moodusele trendikovera poolt tehtavate prognooside vigade arvestamiseks

2. Kui andmed vastavad otsitud kujul koverale (st miira ei ole), siis meetodi abil
leitud kover peaks dige (st leitud parameetrite korral peaks siis trendikover
langema andmetega kokku)

3. Parameetrite leidmise moodus ei tohi olla arvutislikult liiga t6dmahukas

Téahtis on teada, et moistlikke ja laialtkasutatavaid prognoosivigade moodikuid
on mitu. Sageli kasutatavaks moodikuks on vigade ruutude summa (SSE, sum of
squared errors) voi siis sellega samavéiirne keskmine ruutviga (MSE, mean squared
error). Vastavaks meetodiks parameetrite 3 leidmiseks on vihimruutude meetod,
mille korral leitakse [ avaldise

SSE = (f(B,t) — )",

minimiseerimise teel. Summeerimine toimub siinjuures iile koikide teadaolevate and-
mete. Uheks alternatiivseks headuse moodikuks on keskmine absoluutviga (MAD,
mean absolute deviation, voi MAE, mean absoulute error)

MAD =} |(f(B,1) = =)

ning voimalikke kasutatavaid méodikuid on veelgi (keskmine absoluutne protsen-
tuaalne viga jne). Milline moodikutest iseloomustab trendikovera headust prognoo-
simiseks koige paremini, soltub konkreetsest iilesandest ja andmete iseloomust. Siin
kursuses piirdume aga SSE kasutamisega.

Tihti loetakse heaks suvalist funktsiooni f, mille korral saavutatakse vaadeldava
moodiku piisavalt véike vadrtus ning kasutatakse seda funktsiooni (trendi) tuleviku
ennustamiseks. Selline ldhenemine on aga sageli pohjendamatu, sest eriti aegridade
puhul ei pruugi mineviku andmetega hésti sobiv funktsioon tuleviku ennustamiseks
iildse sobida. Selleks, et veendunud olla vaadeldava meetodi sobivuses konkreetse
andmestiku jaoks, tuleb ldhtuda aegrea mudelist, mille korral vastav meetod annab
moistliku tulemuse. Selliseks mudeliks on

Zy = f(ﬁat) +Ata

kus A; on soltumatud sama jaotusega juhuslikud suurused (tegelikult piisab ka
mittekorreleeritusest ja konstantsest dispersioonist). Juhul, kui funktsioon f s6ltub
kordajatest [ lineaarselt, nimetatakse sellist lihenemist statistikas ka lineaarseks
regressiooniks; mittelineaarse soltuvuse korral on tegemist mittelineaarse regres-
siooniga. Seega voime lugeda tulemusi usaldatavateks siis, kui parast parameetrite
leidmist jargi jadvad vead voib lugeda soltumatute juhuslike suuruste vaértustele
vastavaks; aegridade puhul juhtub seda harva.

Vaatleme néiitena lineaarse, ruut- ja kuupfunktsiooni sobitamist eelnevalt vaadel-
dud tarbijahinna indeksi andmetele. Niiteks lineaarse trendi sobitamise korral on
funktsiooni f kujuks

f(B,t) = p1+ B2t



ning vahimruutude meetodil saame parimaks lineaarseks lahendiks
£(B,t) =101,6 + 0,47,

kus ¢ on véljendatud kuudes alates 1998-nda aasta algusest (st 1998 jaanuar vastab
vidrtusele ¢ = 1). Joonisel 1.2 ndeme tarbijahinna indeksi vadrtuseid koos lineaar-
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Joonis 1.2: Tarbijahinna indeksi globaalse trendi hinnangud

sele, ruut -ja kuuptrendile vastavate koveratega. Kasutades nende koverate sobi-
tamiseks mingit statistikatarkvara, voib kogenematul statistika rakendajal jadda
mulje, et nad kdik on viiga head tarbijahinna indeksi kiditumise kirjeldamiseks (de-
terminatsioonikordajad on vigagi 1&hedased iihele). Samas on aga selge, et iildine
majanduskeskkond on muutuv ning seetottu on globaalse trendi olemasolu vigagi
kaheldav; konkreetselt ei rahulda vaadeldud juhtudel andmed regressioonanaliiiisi
eelduseid (jadkide soltumatus!) ja seetottu tarkvara poolt viljastatud head sobivus-
naitajad ei oma motet. Ka kaine moistus peaks manitsema ettevaatusele: globaalse
trendi eeldamine voib pikemas perspektiivis tihendada kiillalt omapéaraste tulemus-
te aktsepteerimist.

Lisades eelmisele graafikule trendikoverate poolt ennustatavad kditumised jargmiseks
16ks aastaks (vt. joonis 1.3), ennustavad lineaarne ning ruuttrend tarbijahinna in-
deksi kasvu, kuuptrendi uskumine aga tdhendab, et 16 aasta parast saab iga poes-
kiija lisaks kaubale ka ostmise vaevatasuks kopsaka rahasumma. Kokkuvotteks: glo-
baalse trendi olemasolu eeldus on praktilises andmeanaliiiisis viiga harva oigustatud
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Joonis 1.3: Tarbijahinna indeksi globaalsete trendide tulevikuprognoosid

ning lihtsa regressiooni abil sobitatud trendikoverate kasutamisel tuleviku ennusta-
miseks tuleb olla viga ettevaatlik. Konkreetseid meetodeid selle kindlakstegemiseks,
et vaadeldud trendimudelid ei sobi kdesoleval juhul tuleviku ennustamiseks, vaatle-
me hilisemates alapunktides.

Lokaalse trendi eraldamine

Kuna globaalse trendi olemasolu on viiga harva pohjendatav, siis moistetakse tren-
dikovera all enamasti aegrea suhteliselt aeglaselt muutuvat, "siledat” osa. Kahjuks
ei ole aga olemas {ildiselt aktsepteeritavat lokaalse trendi definitsiooni, mistottu ei
ole tegemist matemaatilise moistega ning seetottu on trendist radkides vaja alati
tapsustada, mida konkreetsel juhul selle all moistetakse.

Jargnevalt eeldame, et andmed on kujul
2 =Ty + I,

kus T; vastab trendile ja I; kirjeldab miira ehk ebaregulaarseid héairitusi. Loomulik
eeldus sellise esituse puhul on see, et héiritused toimuvad nulli imber, st vihegi
pikema vaatlusperioodi korral peaks keskmine iile vastavate viadrtuste olema nulli-
lahedane. Seega peaks olema voimalik keskmistamise teel aegreast miira eemaldada,
seda protsessi nimetatakse silumiseks voi filtreerimiseks. Viga sageli seisneb silumi-
ne uue aegrea tekitamises nn libiseva keskmise leidmise abil.
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Definitsioon 1 Rea (z;) teisendust kujul

Tt = Z WiZt—q, (11)

i=—q

kus q,r € {0,1,2,...} U{+oo}, w; > OVi € Z : —¢ < i < 7 ja )y, w =
1, nimetatakse libiseva keskmise leidmiseks. Kui libiseva keskmise korral ¢ = r
ja w_; = w;, 1 < q, nimetatakse sellist teisendust stimmeetriliseks libisevaks
keskmiseks. Kui libiseva keskmise avaldises on koik kaalud w; vordsed, on tegemist

lihtsa libiseva keskmisega.

Moningad néited:

Lihtne iihepoolne libisev keskmine LLK(q):
1=
g

e Lihtne stimmeetriline libisev keskmine LSLK(q):

Sobib ka juhul, kui andmetes on paarituarvulise perioodiga 2q + 1 perioodiline
komponent.

e Paarisarvulise perioodiga perioodilise komponendi olemasolu korral kasutatav
lihtsa stimmeetrilise keskmistamise modifikatsioon:

1 (1 ik
Th=— | z(2—g+2,) + Z 2 |, (1.2)
24 \2 i=—q+1

kus perioodi pikkuseks on 2q.
e Eksponentsiaalne silumine:
Ti=a) (1-a)z.,
i=0

kus o € (0, 1) on mingi positiivne number. Praktilistes arvutustes kasutatakse
eksponentsilumise omadust

Tt = oz + (1 — 04)7_;5,1,

mis voimaldab lihtsalt siluda loplikku aegrida. Kui « ldheneb iihele, siis silu-
mist praktiliselt ei toimu ning mida viiksem on «, seda tugevam on silumine.
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Joonis 1.4: Lihtsa siimmeetrilise 9-t66péevase libiseva keskmise ning eksponentsiaal-
se silumise (a = 0,2) abil teisendatud Cisco aktsia hind

Joonisel 1.4 on toodud néited Cisco aktsia hinna silumisel saadud koveratest.

Harjutus 1 Ndidata, et eksponentsiaalse silumise korral kehtib vordus
Ti=az+(1—a)ly, t €.

[gasugune silumine peaks vihendama miira (eriti kuna miira kohta eeldame, et see
on keskmiselt null). Samuti voib argumenteerida, et perioodilise komponendi puu-
dumisel peaks silutud rida olema lihedane trendile, kuna miira on vihenenud ja
aeglaselt muutuva trendi korral on selle viirtuste keskmine (vdhemalt juhul, kui
keskmist arvutatakse iile suhteliselt liihikese perioodi) ldhedane tema hetkeviir-
tusele. Ideaalne oleks aga juht, kus vihemalt lihtsamate trendide korral saaksime
miira puudumisel trendikovera tapselt leida. Osutub, et see on voimalik.

Harjutus 2 Ndidata, et kui aegrea vddrtused on antud lineaarse funktsiooni f(t) =
a-+bt poolt (st z = f(t)), siis lopliku arvu nullist erinevate kaaludega stimmeetrilise
libiseva keskmise kasutamisel kehtib T, = f(t).

Harjutus 3 Ndidata, et ei ole olemas sellist libisevat keskmise leidmise valemit,
mille kasutamisel langeks iga ruutfunktsiooni f(t) = a + bt + ct® puhul rea 2 =
f(t), t € Z keskmistamisel saadav rida Ty, t € Z kokku esialgse reaga, st T, =
f(t) vt € Z.

12



Stimmeetrilist keskmistamist ei ole aga alati voimalik rakendada. Niiteks aegrea 1o-
puosas puuduvad meil vajalikud tulevikuvairtused ning seetottu on tuleviku prog-
noosimisel voimalik kasutada ainult iihepoolseid keskmisi, niiteks eksponentsiaalset
keskmistamist. Sel juhul aga ei pruugi keskmistamisel leitud trendikover isegi miira
puudumisel langeda kokku oige trendiga.

Harjutus 4 Olgu aegrea vddrtused antud lineaarse funktsiooni f(t) = a + bt poolt
(st zx = f(t)). Ndidata, et sel juhul eksponentsiaalsel keskmistamisel saadav funkt-
stoon on samuti lineaarne, leida selle kordajad. (Ndpundide: tekkiva lopmatu summa
letdmisel on voimalik kasutada geomeetrilise jaotusega juhusliku suuruse keskuvddr-
tuse valemit)

Mittelineaarsete trendikoverate olemasolul ei anna ka siimmeetriline keskmistamine
tapset tulemust, kuid on kiillalt lihtne nédidata, et juhul, kui andmeid on méodetud
véikese intervalliga (ehk, ekvivalentselt, kui trendikdver muutub piisavalt aeglaselt),
on stimmeetrilise keskmistamise tulemus miira puudumisel vihemalt piisavalt véi-
kese ajaintervalli korral viga ldhedane tegelikule trendikoverale. Jargneva iilesande
lahendamisel on aga voimalik saada teada, kuidas {ihepoolse lihtsa libiseva kesk-
mise kasutamise korral valida optimaalselt silumisakna laiust (ehk parameetri ¢
vAdrtust).

Harjutus 5 (*) (lisapunktide saamiseks esitamise tdhtaeg 22.09.2016) Vaatleme
protsessi Zy = f(1y) + Ay, kus 7w = th, t € Z ja h on fikseeritud ajaintervall ning A,
on soltumatud sama jaotusega ming lopliku dispersiooniga 0% juhuslikud suurused.
Olgu teada, et |f'(17)] < ¢ Y7 € R mingi konstandi ¢ korral ning kehtigu EA; = 0.
Leida optimaalne (st koigi lineaarsete funktsioonide f korral tdipne) hinnang suu-
ruste c,q, o4 kaudu keskmisele ruutveale E[(Y; — f(7))?] kus Y; on lihtsa libiseva
keskmise LLK(q) abil leitud protsess

1 q
| =

¢+1 i=0

t—i-

Lahtuvalt leitud hinnangust, leida keskmist ruutviga minimiseeriv q vadartus.

Kui perioodilist komponenti sisaldava (sesoonse) rea trendi soovitakse silumise teel
eraldada, siis peab silmas pidama, et keskmistamisel on sel juhul kaks eesmérki - ju-
huslike hiirituste eemaldamine ning perioodiliste muutuste eemaldamine. Selleks on
voimalik kasutada perioodi pikkusega kooskolas oleva silumisaknaga keskmistamist,
kuna iile terve perioodi summeerimisel peaks perioodiliste muutuste summa null ole-
ma. Niitena vaatleme majutatud turistide arvu lihtsat silumist. Kuna periood on
antud juhul paarisarvuline (12 kuud), siis kasutame valemit 1.2. Tulemus on toodud
joonisel 1.5. Nagu naha, eemaldab antud juhul lihtne keskmistamine aegreast pe-
rioodilised vonkumised ning tulemust voime lugeda trendikoveraks samal ajal, kui
eksponentsiaalse keskmistamise korral jadvad silutud aegritta perioodilised muu-
tused alles. Niitame ka matemaatiliselt, et perioodilist komponenti sisaldava rea
silumine eelmainitud tiiiipi keskmistamise korral aitab kiillalt hésti trendi eraldada.
Selleks nditame, et kui andmed on kujul

u=a+bt+g(t),

13
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Joonis 1.5: Paarisarvulisele perioodile vastava lihtsa siimmeetrilise keskmistamise
modifikatsiooni abil silutud majutatud turistide arv ajas

kus ¢ on perioodiga 2¢q funktsioon (st g(t+2q) = g(t) Vt), siis valemiga (1.2) saadud
silutud rida langeb kokku trendiga. Selleks, et lahutus trendiks ja perioodiliseks
osaks oleks iiheselt maaratud, nduame taiendavalt, et Z?il g(t —1i) = 0 Vt. Seega

14



on meie eesmérgiks ndidata, et 1, = a + bt. Arvutame:

q—1

1 /1
Yy = 2—q (5(2_(1 + Zq) + Z zt—i)

i=—q+1

zég(;a+b@+®+g@+@y22;fa+b@_@+g@_w)

atbit—q) gl q>>)

2
1 (a+bt &2 a+ bt
= b
2q< +—§: (a+bt) + = )
—q+1
bq ! bq
S B bi) — 2
(- 004
i=—q+1
-1
1 (glt+q9) | g(t—q)
t
+%< 5 —f}jg( ) +
i=—q+1
—1
glt+4q) | ~ g(t—q)
=a+bt+0+ o ( : +’Z gt —i) + =
i=—q+1
Niiiid kasutame g perioodilisust
—1
t+gq . t—q)
+ > oglt—i 5
i=—q+1
t—q . g(t —q)
+ Z (t—i—2q)+ Z (t=i)+ =
i=—q+1
2q q—1
=) gt—i)+> glt—i)+g(t—q)
i=q+1 i=1

=D gt —1) =

Sellega oleme niidanud, et y; = a + bt.

Uheks kiillaltki populaarseks meetodiks aegridade silumisel on ka nn loess voi lowess
(inglise keeles locally weighted scatterplot smoothing) meetod, mis silutud kovera
vaartuse leidmiseks mingis punktis sobitab kaalutud vihimruutude meetodil ma-
dala astme poliinoomi 1abi antud punktile lihedastele ajamomentidele vastavate
aegrea vadrtuste ning arvutades silutud kovera vadrtuse selle poliinoomi abil. Idee

tutvustamiseks vaatleme juhtu, kus meil on antud aegrida

= (1,0.6,1.8,1.2,0.7).

Koige lihtsamal kujul lokaalse regressiooni puhul tuleb otsustada poliinoomi aste
ning kasutatavate naabrite arv. Vaatleme lineaarset poliinoomi (ehk sirget) ning
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Joonis 1.6: Lokaalse regressiooni abil aegrea silumine

kasutame silutud rea leidmisel kolme ldhimat vadrtust (st jooksvale ajahetkele vas-
tavat vaartust ja veel kahele lihimale ajahetkele vastavaid vaatluseid). Silumise
protsess on kujutatud joonisel 1.6, kus esialgse aegrea vaartused on kujutatud mus-
tade punktidena. Silutud rea esimese viartuse leidmiseks leiame vahimruutude mee-
todil sirge, mis ldhendab esimest kolme vaatlust voimalikult hésti (joonisel sinine
sirge). Selle sirge védértus ajal t = 1 ongi silutud rea esimeseks viértuseks (joonisel
punane punkt). Silutud rea teise vidrtuse leidmine toimub sama sirge abil, kuna
kasutusele tulevad samad z vaartused. Kolmanda punkti leidmisel tuleb sobitada
sirge 14bi teise, kolmanda ja neljanda z vdirtuse (joonisel roheline) ning viimased
kaks véddrtust leitakse labi viimase kolme z vi#rtuse sobitatud sirge abil (joonisel
pruun).

Praktilisel kasutamisel antakse poliinoomi sobitamisel igale kasutatavale z viartuse-
le veel kaal soltuvalt selle kaugusest arvutatavast vadrtusest. Tdpsemalt voib nende
meetodite kohta lugeda niiteks Wikipedia artiklist [3].

1.1.2 Dekompositsioonimeetodid. Sesoonne kohandamine.

Aegridade kiitumisest arusaamine ja nende tolgendamine on majanduses viga suu-
re tahtsusega, seetottu on loodud mitmeid meetodeid ja téévahendeid, mis voi-
maldavad neid osadeks lahutada. Ennem moningate enim tunnustatud vahendite
tutvustamist aga selgitame kasutatavaid moisteid.
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Aegrea osadeks lahutamisel tuleb koigepealt otsustada, mismoodi need osad tervikus
sisalduvad. Valdavalt vaadeldakse kahte juhtu: aditiivne dekompositsioon, mille
korral eeldatakse, et vaadeldav juhuslik suurus avaldub kujul

Zt:CTt—i_St—i_]t,

kus T" on trend (voi trend-tsiikkel), S on perioodiline (sesoonne) komponent ja I on
ebaregulaarne (juhuslik) komponent ehk miira; ning multiplikatiivne dekompo-
sitsioon, mille korral eeldatakse kditumist

Zt - TtSt]t'

Niinimetatud klassikalise dekompositsiooni korral eeldatakse molemal juhul, et T’
sisaldab kogu informatsiooni keskmise taseme kohta ning S ja [ kirjeldavad koi-
kumist keskmise {imber, st aditiivse lahutuse korral on S ja [ keskmiselt nullid
ning multiplikatiivsel juhul viljendavad nad suhet keskmisse véértusesse (st on ise
keskmiselt vordsed iihega). Multiplikatiivset juhtu on voimalik taandada aditiivsele
juhule esialgse aegrea logaritmimise teel. Loomulikult on voimalikud ka vahepealsed
variandid, kus esineb nii liitmist kui ka korrutamist.

Sageli pakub suurt huvi eriti sesoonse komponendi eemaldamine, mida nimetatakse
sesoonseks kohandamiseks (seasonal adjustment). Sesoonne kohandamine voimaldab
paremini vorrelda aegrea jarjestikuseid vdédrtuseid (naiteks uurida, kas majandus on
tousuteel, kui teise kvartali tulemus on parem esimese kvartali tulemusest).

Aegrea nn. klassikaline osadeks lahutamine toimub nii:

e koigepealt leitakse trend sobiva siimmeetrilise libiseva keskmise abil,

e seejirel eemaldatakse reast trend (lahutades aditiivse rea korral ja jagades
multiplikatiivse rea puhul),

e seejirel leitakse perioodiline komponent perioodile vastavaid alamridasid kesk-
mistades,

e leitud perioodiline komponent normeeritakse nii, et aditiivse rea puhul oleks
summa iile perioodi null ja multiplikatiivse rea korral oleks keskmine iile pe-
rioodi 1,

e Viimasena eraldatakse ebaregulaarne komponent esialgsest reast trendi ja pe-
rioodilise osa eemaldamise teel.

Majutatud turistide andmestiku korral saadud tulemused on kujutatud joonisel 1.7
Voimalik on vaadeldud protsessi ka itereerida, et trendi ja sesoonsust paremini
eraldada, nimelt voib parast esimest sesoonse osa leidmist omakorda selle esialgsest
reast eemaldada ja seejérel leida uuesti trend (voib-olla teistsuguse libiseva keskmise
kasutamisega kui varem), seejiirel jéllegi eemaldada esialgsest reast trend ja leida
uuesti sesoonsus jne.

Eelnev nn klassikaline lahutus omab mitmeid puuduseid: ei ole selge, kas ja mil-
lisel médral saab leitud osasid tuleviku prognoosimisel kasutada ning samuti on
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Joonis 1.7: Turistide rea osadeks lahutus multiplikatiivse esituse eeldusel

eeldatud, et sesoonsuse iseloom ajas ei muutu. Seetottu on vilja tootatud mitmesu-
guseid tdiendavate voimalustega osadeks jaotamise vahendeid, kuid lisavoimaluste
olemasolu muudab veelgi olulisemaks arusaama, et aegrea osade moisted ei ole ma-
temaatiliselt defineeritud ning nendest radkides tuleb alati kokku leppida selles,
mida konkreetselt silmas peetakse.

Mainime tuntud meetoditest kahte. Esiteks, STL (Seasonal- Trend decomposition ba-
sed on LOESS) voimaldab jaotada aegrida aditiivseteks komponentideks, on kasu-
tatav ka puuduvate vaartuste korral ning on realiseeritud néaiteks tarkvarapaketis R.
Teiseks, Ameerika Uhendriikide statistikaameti (U. S. Census Bureau) poolt kasu-
tatavad dekompositsiooni ja sesoonse kohandamise meetodid on realiseeritud nende
poolt hallatavas ning tasuta allalaaditavas tarkvarapaketis X-13ARIMA-SEATS,
mis voimaldab aegreast korvaldada erindeid, votta arvesse t66- ja puhkepdevade
efekte, jaotada aegrida nii aditiivseteks kui ka multiplikatiivseteks osadeks ning ar-
vutada ka mitmesugustel meetoditel pohinevaid prognoose ja sooritada diagnostilisi
teste. Varasemale versioonile X-12-ARIMA vastav protseduur on olemas ka tark-
varapaketis SAS; tasuta versioonid mitmesuguste operatsioonisiisteemide jaoks on
saadaval internetis aadressil [5].

Niitena aegrea osadeks jaotamisel saadavatest tulemustes on joonisel 1.8. STL ka-
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Joonis 1.8: STL meetodil saadud majutatud turistide aegrea komponendid

sutamise korral saab valida mitmesuguseid parameetreid trendi ja perioodilise osa
leidmise konkretiseerimiseks. Néiteks joonisel toodud juhul on lubatud perioodilisel
komponendil ajas kiillalt kiiresti muutuda ning seetottu on tulemus oluliselt erinev
sellest, mille saaksime muutumatut perioodilist komponenti eeldades.

Kéesoleva kursuse pohirohk on siiski tuleviku prognoosimisel, mistottu me rohkem
aegrea osadeks jaotamise kiisimustel ei peatu.

19



Peatukk 2

Keskmistamisel pohinevad
prognoosimeetodid. Prognoosimudeli
headuse moodikud

2.1 Silumisel pohinevad lihtsamad prognoosivotted
perioodilist komponenti mittesisaldavate rida-
de jaoks

Olgu meil antud teatud kogus aegrea vaartusi z;, t = 1,2,...,7T. Sageli pakub huvi
tulevikuvaartuste voimalikult tidpne ennustamine, kusjuures on selge, et me saame
selleks kasutada ainult teadaolevaid véértuseid. Tahistame kujul Z;,; prognoosi aja
t; jaoks, mis on saadud, kasutades teadaolevaid viirtuseid ajani kuni ajani ¢ ning
kui ¢; =t + 1, siis kasutame prognoosi jaoks lihtsustatud tahist 2, .

2.1.1 Ilma trendita aegrea prognoosimine

Kui aegrea viartused tunduvad kiituvat taiesti juhuslikult voi kui trendist poh-
justatud muutlikuse osa on viga viike, siis on tuleviku jaoks kiillaltki moistlikuks
ennustuseks eelnevate vaatluste keskmine (kuna séltumatute sama jaotusega juhus-
like suuruste korral on parimaks ennustuseks keskvéirtus). Kui on alust arvata, et
vaatlused on téiesti juhuslikud (st vastavad soltumatute sama jaotusega juhuslike
suuruste vadrtustele), siis voib kasutada koigi teadaolevate vaatluste keskmist:

t

. 1

Rtdplt = Z E Zi-
i=1

Harjutus 6 Hinnata juhul, kui Z; on soltumatud, sama jaotusega ning dispersioo-
niga o juhuslikud suurused, toendosust, et eelneva valemiga ennustatud tulemus
erineb keskvadrtuse EZ; 1 tegelikust vadrtusest rohkem kui €, st leida hinnang toe-
ndosusele

1 t
(e ;Zi] > ¢).
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Kui aga keskmine on ajas siiski muutuv, kuid muutumise on kiillalt aeglane ja piisi-
vat trendi ei ole moistlik eeldada, on parem kasutada selliseid keskmise valemeid, mis
kasutavad ainult hiljutisi vdartuseid ja/voi annavad koige varskematele vaatlustele
suurema, kaalu, niiteks lihtsat libisevat keskmist

1t

2t+p\t = - g Zt—i
q

1=0

voi siis eksponentsiaalset keskmistamist
Zt+p|t = Zt+1 = X2t + (1 — Oé)Zt,

kusjuures tavaliselt voetakse sellisel juhul z; = z;

2.1.2 Trendiga aegrea prognoosimine. Holti meetod

Trendiga aegridade korral on végagi loomulik nouda, et prognoosimudel annaks
tdpse ennustuse viahemalt sellistel juhtudel, kui aegrida vastab tépselt lineaarsele
funktsioonile. Libiseva keskmise kasutamisel tekib aga prognoosiviga: kui z; = a+bt,
siis libiseva keskmisega arvutatud prognoosi korral saame (arvestades, et kaalud
summeeruvad iiheks)

q—1
:a—i-bt—waii,
i=0

mis b # 0, wy # 1 korral on alati erinev digest vidrtusest z,41 = a + b(t + 1). See-
ga minevikuandmete keskmine ei ole trendiga aegrea puhul heaks tulevikuvairtuse
prognoosiks.

Uheks kiillalt populaarseks meetodiks trendiga aegridade prognoosimiseks on Holti
meetod, mis tugineb eksponentsiaalsel keskmistamisel. Holti meetodi korral prog-
noosid vastavad lineaarsele funktsioonile:

Ziqplt = a¢ + by p,

kus a; arvustamisel kasutatakse z; viaartust ning eelnevate andmete pohjal tehtud
prognoosi:
a=az+(1l—a)i=az+ (1 —a)(a—1+bi-1)

ning b, arvutamisel kasutatakse selle eelmise vddrtuse ning a muutuse keskmist:
by = B (ay — a—1) + (1 = B)be—1.

Meetodi kasutamiseks tuleb valida voi andmete pohjal hinnata vadrtused aq, by, o, 5.
Sageli valitakse a; = 21, by = 0 voi siis kasutada nendeks teatud arvu esimeste z
vaartuste jaoks leitud lineaarse regressioonikovera vastavaid viédrtusi. Parameetrite
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« ja (3 valikul voib kasutada néiteks mingi prognoosivea moodiku minimiseerimist,
nditeks voib minimiseerida nende parameetrite jirgi ennustusvigade ruutude sum-

mat
n

Z(:ﬁjt — )2

t=2

Harjutus 7 Ndidata, et Holti meetod on sobivalt valitud ay ja by korral tipne (st
Zy = 2z Vt > 1 juhul, kui aegrida z;, t > 1 vastab lineaarsele funktsioonile.

Meetodi té6tamisega tutvumiseks vaatleme varasemast tuttavat naidet, kus aegrea

vadrtusteks on
z=(1,0.6,1.8,1.2,0.7).

Vaatleme prognoosimise protsessi juhul = § = 0.5 ning valime algvairtusteks

o
S
L]
o |
— V/e
a=0.125b=0.175* .
e od . |
a=1b=0_ -
...v‘;w:—o.l
L]
o
To]
o |
o
=

Joonis 2.1: Holti meetodiga prognoosimine

a; = 1,0y = 0. Olgu meie eesmérgiks prognoosida Holti meetodiga jargmised 4
vaartust zg, 27, 25, 29. Selleks peame leidma as ja bs, milleks tuleb alustada valitud
a; ja by vadrtustest ning lilkuda modda aegrida kuni ajani ¢ = 5, arvutades iga
ajamomendi jaoks vastavad taseme a ja tousu b vadrtused. Protsessi on graafiliselt
kujutatud joonisel 2.1. Koigepealt lahtume ajale ¢ = 1 vastavast trendijoonest (sirge
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punktist (1, a) tousuga b), millele vastavaks prognoosiks 23 on 1 (joonisel kujutatud
ringikesena). Ajale t = 2 vastava taseme védrtuse leiame niitid prognoosi ja tegeli-
ku vadrtuse keskmisena (kuna o = 0.5, siis leiame aritmeetilise keskmise), mis on
joonisel kujutatud kolmnurgaga. Uue trendi leidmiseks votame keskmise kaaluga /3
prognoosi leidmisel kasutatud tousust (praegu 0) ja taseme a védrtuste muudust;
leitud uus tousukordaja b, vastab sirgele, mis ldheb eelmise trendijoone ja punktiiri-
na kujutatud a vaartusi iihendava sirge vahelt. Parast as ja by arvutamist kordame
varasemat protseduuri: leiame prognoosi 23 vastavalt trendijoonele, seejirel ag vair-
tuse prognoosi ja tegeliku viartuse keskmisena ning lopuks uue tousukordaja b3 jne.
Ajamomendiks ¢ = 5 oleme leidnud

as = 1.065625, bs = —0.0640625

ning seega huvipakkuvad prognoosid leiame vastavalt sirgele, mis 1abib punkti (5, as)
tousuga bs.

2.2 Holt-Wintersi meetod sesoonse aegrea prognoo-
simiseks

Jargnevalt eeldame, et aegreal on perioodiline komponent perioodiga s. Holt-Wintersi

meetodil on kaks versiooni soltuvalt sellest, kas me eeldame, et perioodiline kompo-

nent on korrutatud trendiga (multiplikatiivne mudel) voi liidetud trendile (aditiiv-

ne mudel). Mélemal juhul hinnatakse ennustamiseks jooksvat taset a, trendikovera

tousu b ning sesoonset (perioodilist) komponenti S ning lisaks algviirtustele tuleb
valida kolm silumistegurit o, 5 ja ~.

2.2.1 Multiplikatiivne Holt-Wintersi meetod

Ennustusvalemiks on sel juhul

2t+p|t = (at +pbt)5t+p—sa p= 17 ey S,

kus
2t
Qg :QCS +(1_a>(at—l+bt—l)7
t—s
by = B(ar — ar—1) + (1 = B)by_1,
z
Sy =72+ (1-79)S_,.
Gy
Meetodi kasutamiseks alates ajamomendist ¢ = s+1 tuleb ette anda a, b, S1, ..., 5

ning méaérata sobivad kordajad «, 3,~. Kui kasutada erinevates tarkvarapakettides
realiseeritud Holt-Wintersi meetodit samade andmete ja automaatse parameetriva-
liku korral, siis voivad prognoosivead vihemalt alguses olla kiillaltki erinevad, kuna
etteantavate parameetrite automaatne valik on realiseeritud neis erinevalt.
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2.2.2 Aditiivne Holt-Wintersi meetod

Ennustusvalemiks on sel juhul
2t+p|t = (at +pbt> + St+pfsa b= 17 ceey S
kus

a; = afz — Si—s) + (1 — a) (a1 + b_1),
by = Blay — ar—1) + (1 — B)bi_1,
Sy =(z —a) + (1 —7)Si—s-

2.3 Prognoosimudeli headuse moodikud
Selleks, et vorrelda konkreetse andmestiku korral omavahel erinevaid prognoosi-

meetodeid, arvutatakse sageli mingit tiilipi keskmist prognoosiviga iihesammuliste
prognooside jaoks. Moned tuntumatest on

e Keskmine absoluutne viga (mean absolute deviation):

1 n

Keskmine ruut viga (mean square error):

n

1 5 \2

=1

Ruutkeskmine viga:

1
MSE = —E — %) =VMSE
RMS " < (zi — %) S

Keskmine suhteline viga (mean absolute presentage error):

1 " |ZL—7:’Z|
MAPE = — E
3

Zi

Akaike informatsioonikriteerium AIC (kasutatav toendosuslikel mudelitel ba-
seeruvate prognoosimeetodite korral). Tahtis on see, et vorreldavad mudelid
on sama andmestiku jaoks, st ennem sobitamist ja toepira leidmist ei tohi
andmeid kaduma minna (nt juhul, kui iiks mudel sobitatakse otse andmetele,
teine aga andmestiku muutudele).

AIC =2k — 211(z1, ..., zn),

kus 11(zy, ..., 2z,) on aegreas olevaet andmete logaritmiline toepéra vaadeldava
mudeli korral.
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Vaadeldud néitajad annavad aimu sellest, kui histi vaadeldav aegrida mingi meetodi
korral prognoositav voib olla. Samas tuleb aga enamiku moodikute korral suhtuda
arvutatud néidikutesse ettevaatusega, seda eriti juhul, kui meetodis kasutatavad
parameetrid on leitud sama andmestiku pohjal, mille korral niidikuid arvutatakse
(parameetrite valikuga voib saavutada hea kooskola selleks kasutatava andmestiku-
ga, kuid see kooskola ei pruugi edasi kanduda uute andmete peale, nn. iilesobitamise
efekt). Samuti tuleb uurida ennustusvigade juhuslikkust, sest kui ennustusvead ei
ole omavahel soltumatud, siis ei ole mingit garantiid, et mineviku pohjal arvuta-
tud néitajad tuleviku kohta midagi iitlevad ning kindlasti on sel juhul voimalik
prognoose avastatud soltuvust kasutades parandada. Teisalt, kui prognoosivead on
soltumatud nullkeskmisega juhuslikud suurused, siis mudel on vihemalt ruutkesk-
mise vea suhtes parim voimalik. Kahjuks ei ole soltumatust 1opliku aegrea baasil
voimalik kindlaks teha, kuid see-eest on mitmeid teste, mis voimaldavad séltuvust
kindlaks teha. Nii et praktikas ennustusmeetodi valikul tuleb alati kontrollida, kas
prognoosijadgid voivad vastata soltumatute juhuslike suuruste vidrtustele (st ra-
kendada mingit testi, kus nullhiipoteesiks on vaatluste séltumatus). Kui tuleb vil-
ja, et ei voi (st test annab viga madala p-vidrtuse), siis on (viihemalt teoreetiliselt)
kindlasti voimalik leida parem prognoosimeetod. Aegridade analiiiisimisel on iiheks
tahtsamaks soltuvuse tiilibiks ajaline soltuvus, mille kindlakstegemisest tuleb juttu
jirgnevas peatiikis.
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Peatukk 3

Statsionaarsed aegread

3.1 Statsionaarsuse moiste. Autokorrelatsioonifunkt-
sioon

Selleks, et teadaolevate aegrea vddrtuste pohjal saaks tulevikku ennustada ja ka
prognoosivigu arvutada, peab tegema mingid eeldused, mis garanteerivad tuleviku-
kiitumise ja tulevikus tekkivate juhuslikke héiritusi iseloomustava info sisalduvuse
mineviku andmetes. Uheks aegridade teoorias sageli kasutatavaks eelduseks on nn
statsionaarsuse noue, mille korral on erinevatele ajamomentidele vastavad vaadel-
dava protsessi vadrtused mingi konkreetse jaotusega juhusliku suuruse viartusteks.

Definitsiooni sonastamiseks on vaja teada jargnevat moistet.

Definitsioon 2 Juhusliku vektori (X1, ..., X,,) jarguga k momentideks nimetatak-

se suuruseid
- a1 oo «
May,as,...am = E(Xl X2 e Xmm>7

kus a;, i =1,...,m on mittenegatiivsed tdisarvud ning y .-, o; = k.
Niiteks vektoril (X7, X3, X3) on kuus erinevat teist jirku momenti, milleks on

msopo0 = E(Xf), my20 = E(X22)> mMpyp2 = E(X32)7
mji10= E(X1X2), mjo1 = E<X1X3)7 mgyi1 = E(X2X3)~

Definitsioon 3 Juhuslikku protsessi (Z;)icz nimetatakse (tugevalt) statsionaarseks,

kui iga positiivse tdisarvu m ning iga taisarvu q korral on juhuslikud vektorid (Zy, ..., Zy)
ning (Zitqs - - - Zm+q) Sama jaotusega. Kui iga positiivse tdisarvu m ning iga tdis-
arvu q korral on (Zy, ..., Zy) ning (Ziiqs - - - Zm+q) kOik kuni k jarku momendid
vordsed, siis nimetatakse protsessi Z; k-jirku norgalt statsionaarseks.

Harjutus 8 (* tahtaeg 06.10.2016) Ndidata, et tugevalt statsionaarse rea korral

on iga taisarvude komplekti t; < --- < t,, ja 1ga tdisarvu q korral on juhuslikud
vektorid (Zy,, ..., 2Z,,) ning (Ziytqy- -+ Ztp+q) Sama jaotusega ning et norgalt k-
jarku statsionaarse rea korral on iga tdisarvude komplekti t, < --- < t,, ja iga

taisarvu q korral juhuslike vektorite (Zy,, ..., Zy,) ning (Zi+qs - - -, Zty+q) kOtk kuni
k jarku momendid vordsed.
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Kui statsionaarse protsessi korral on E(ZF) 16plik, siis on see ka norgalt k-jirku
statsionaarne.

Statsionaarse protsessi néiteks on protsess, mis koosneb soltumatutest sama jaotu-
sega juhuslikest suurustest.

Kui protsess ei ole vihemalt norgalt statsionaarne, siis vastava rea abil tehtavad
tavapérased statistilised arvutused (keskmine, standardhélve) ei ole kuidagi seotud
vastavate moistete teoreetilise sisuga. Niiteks kui meil on 100 vaatlust, kuid need
vastavad erinevate keskvaartustega juhuslike suuruste vaartustele, ei ole selge, mida
vaatlustulemuste keskmine iseloomustab.

Olgu meil tegemist teist jirku norgalt statsionaarse protsessiga, siis juhul m = 1
jareldub definitsioonist, et

E(Z) =p, DZ, = o* Vt

mingite konstantide p ja o korral. Samuti jéreldub, et suuruste Z; ja Z;., kova-
riatsioon ja korrelatsioon (tépsemalt autokorrelatsioon ja autokorrelatsioon, kuna
tegemist on sama protsessi eri ajamomentidele vastavate juhuslike suuruste kova-
riatsiooni ja korrelatsiooniga) soltub ainult ajamomentide vahest p.

Definitsioon 4 Olgu (Z;)ez teist jarku norgalt statsionaarne protsess. Siis funkt-
S4L00M%

’7(]7) = COV(Zt’ Zt+p)7 pE Zv

nimetatakse protsessi Z autokovariatsioonifunktsiooniks ning funktsioons

Y\P
p(p) = cor(Zy, Zyyp) = %, peZ

nimetatakse vastavalt protsessi Z autokorrelatsioonifunktsiooniks.

Harjutus 9 Ndidata, et teist jirku norgalt statsionaarse protsessi (Z;)icz korral
cov(Zy, Ziyp) on sama iga ajamomendi t korral.

Harjutus 10 Ndidata, et soltumatute sama jaotusega, tsentreeritud ja lopliku dis-
perstooniga juhuslike suuruste €, abil defineeritud protsess

21281; Zt:Zt—1+€t; t>1

et ole statsionaarne.

Harjutus 11 Koosnegu protsess (Z;)iez soltumatutest sama jaotusega juhuslikest
suurustest. Ndaidata definitsiooni abil, et see protsess on statsionaarne. (Soovitus:
definitsioonis vaadeldavate vektorite jaotuste vordumiseks ndidata jaotusfunktsioo-
nide vordust).

Harjutus 12 Olgu X juhuslik suurus jaotusfunktsiooniga Fx. Vaatleme protsessi
Zy =X, t € ZZ. Ndidata, et suvalise ajamomentide t1,ts, ..., t,, korral on avaldub
vektori (Zy,, ..., 2y, ) jaotusfunktsioon kujul

Fy, ..z, (21, .-y 2m) = Fx(min(zq, ..., 2m))-

Toestada seda tulemust kasutades, et vaadelav protsess Z on statsionaarne.
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Eelnevalt vaadeldud omadused on seotud erinevatele ajamomentidele vastavate ju-
huslike suuruste kditumisega. Samas praktikas ndeme me ainult huvipakkuva prot-
sessi iihte realisatsiooni, st igale ajamomendile vastava juhusliku suuruse kohta
teame ainult iihte vaartust. Seega tekib kiisimus, et milliseid protsessi omadusi me
saame kindlaks teha ainult iihe trajektoori pohjal. Protsesse, mille mingit omadust
on voimalik kindlaks teha ainult iihe trajektoori pohjal, nimetatakse ergoodilis-
teks selle omaduse suhtes. Néiteks kui (norgalt) statsionaarse protsessi korral kesk-
vadrtus p = EZ;,t € Z on leitav vaatluste aritmeetilise keskmisena vaatluste arvu
lahenemisel lopmatusele, siis sellist protsessi nimetatakse ergoodilisteks keskvaartu-
se suhtes.

Harjutus 13 Olgu X Bernoulli jaotusega juhuslik suurus (st voimalike vadrtustega
0 ja 1), mille korral P(X = 1) = % Naidata, et see protsess ei ole ergoodiline
keskvddrtuse suhtes.

Kui meil on teada statsionaarsele protsessile vastavad aegrea viirtused ajamomen-
tidel t = 1,2,..., N, siis arvutatakse empiiriliste autokovariatsiooni ja autokorre-
latsioonifunktsiooni vadrtused tavaliselt valemitega

=
I
==
WE

Zty
t=1
1
TN (2t = ) (ze4p — 1), p=0,1,...,N =1,
t=1
)
Ty = o

Harjutus 14 (* lisapunktide saamiseks esitada 13.10.2016) Ndidata, et kui stat-
sionaarse protsessi korral kehtib lim, , |y(p)| = 0, siis

P12 ¢) = 0
—00
tga € > 0 korral.

Téahtis on aru saada, et empiirilisi autokorrelatsioone ja autokovariatsioone saame
me arvutada suvaliste andmeridade pohjal, kuid mittestatsionaarse rea korral ei ise-
loomusta saadavad numbrid mingite konkreetsete juhslike suuruste korrelatsioone
ja kovariatsioone, seega nende moistlik tolgendamine on viga raske. Kui meil on
tegemist soltumatutest sama jaotusega juhuslikest suurustest koosneva protsessiga,
siis koik teoreetilised korrelatsioonid p(p), p > 0 on vordsed nulliga, kuid protsessile
vastava lopliku pikkusega aegrea pohjal arvutatud hinnangud r,, p > 0 on iildiselt
nullist erinevad. Seetottu on viiga oluline teada mingeid kriteeriume, mille pohjal ot-
sustada konkreetse aegrea empiirilise autokorrelatsioonifunktsiooni abil, kas aegrida
voib vastata téiesti juhuslikule protsessile. Selleks tutvume kahe tulemusega.

Esiteks, on teada (vt [6]), et soltumatutele sama jaotusega juhuslikele suurustele
vastava aegrea korral on suurused 7,, p > 0 asiimptootiliselt (vaatluste arvu N
kasvades) normaaljaotusega, kusjuures keskviédrtus on suurte N vidrtuste korral
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ligikaudu —% ja standardhélve \/LN Seega piisavalt suure NV korral peaks iga konk-

reetse p > 0 korral jéfima tGendosusega 0.95 vahemikku [—+ — \/LN’ —% + \/LN]

Tavaliselt statistikatarkvaras on empiirilise autokorrelatsioonifunktsiooni graafilisel
esitamisel vastavad piirid ka joonisel vilja toodud.

-0.2 02 06 1.0

Joonis 3.1: Saja soltumatu normaaljaotusega juhusliku suuruse viértuste pohjal
arvutatud autokorrelatsioonid

Eelnev tulemus kehtib iga iiksiku autokorrelatsioonikordaja suhtes. Samas arvuta-
takse neid kordajaid tavaliselt mitu ning néiteks 20 kordaja arvutamisel on loomulik,
et keskmiselt iihe kordaja viartus satub viljapoole 95% veapiire. Naiteks joonisel 3.1
on kujutatud soltumatute juhuslike suuruste vaartuste rea pohjal arvutatud auto-
korrelatsioonikordajad ning nendest ro vidrtus on véljaspool 95% veapiire. Seetottu
oleks hea teada, kas terve viljaarvutatud autokorrelatsioonikordajate komplekt voib
vastata soltumatutele juhuslikele suurustele. Selleks sobib niiteks Ljung-Box test,
mis pohineb suurusel
2

= N(N P
Q= N( +2>;N_p,

kus m néitab, kui mitmest esinevast autokorrelatsioonist koosnevat riihma testitak-
se. On teada, et see statistik on asiimptootiliselt m vabadusastmega y? jaotusega
ning selle pohjal saab hinnata toendosust, et vaadeldavad kordajad vastavad soltu-
matutele juhuslikele suurustele.

3.2 Periodogramm ja spekter

Kui me vaatleme aegrida vidrtustega zi,...,zy, siis see kujutab endast vektorit
N-mootmelises ruumis, tdhistame seda vektorit kujul z. Lineaaralgebrast on teada,
et iga selline vektor on esitatav iiheselt N lineaarselt soltumatu vektori vy,...,v,
lineaarkombinatsioonina kujul
N
zZ = Z C;Vy,
i=1
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kus ¢;, ¢ = 1,..., N on reaalarvulised kordajad. Kui vektorid v;, + = 1,..., N on
hésti valitud, siis voivad leitud kordajad anda meile olulist informatsiooni vaadel-
dava rea omaduste kohta.

Signaaliteoorias on tavaks esitada signaale erinevate sagedustega siinuste ja koosi-
nuste (nn harmoonikute) summana. Eeldame jargnevalt lihtsuse mottes, et vaatluste
arv [N on paaris, siis me saame aegrea vadrtused z; esitada kujul

N

2mit 2mit
zt—a0+2(alcos( ]71; ) + b; sin( X; )),

kus kordajad on arvutatud jargmiselt:

LN
aozﬁ 2ty
t=1
N N
2 2 t 2 2 t N
aZ—N;thOS( m N; 2y sin(—— UK L i=1, 75—1,
1

aN/Q = N Z(—l)tzt’ bN/2 =0.
Periodogrammi viirtusteks on sel juhul
I(i/N)

Kui a; ja b; definitsioonis asendada suurus % arvuga f, 0 < f < %, siis aegrea
spektriks nimetatakse suurust

N , N 1
:3((1124—@2), 221,,3—17 ](§)ZNCLN/2

1) = S (a} +83)

Spektri suur vadrtus mingi f korral néitab, et andmestikus on oluliselt esindatud
perioodiline komponent parioodiga % Samas, kui andmed vastavad soltumatutele
juhuslikele suurustele, siis on tegemist nn valge miiraga ning spektris peaks koik
sagedused olema iisna vordselt esitatud. Nende omaduste baasil on loodud mitmeid
teste perioodilise komponendi olemasolu kindlakstegemiseks ning samuti juhuslik-
kuse kindlakstegemiseks. Vaatleme néitena joonisel 3.2 toodud aegrida. Visuaalselt
on selle kditumise kohta raske midagi Oelda. Leides aga periodogrammi vadrtused
ning kujutades neid graafiliselt, saame joonisel 3.3 kujutatud graafiku. Siit pais-
tab, et andmetes on olulisel mééral esindatud kaks sagedust (iiks alla 0.1 ja teine
umbes 0.33). Kui uurida andmeid tépsemalt, siis vastavad sagedused on % ja %
Kui tegemist on néiteks igakuiste andmetega, siis see vastab aastasele perioodi-
le ja kvartaalsele (kolmekuulisele) perioodile. Tegelikkuses oli aga vastav aegrida

genereeritud kujul

2mt 2mt
2 =5+ 3sin(%) - 2COS(%) + ay,

kus a; vastasid standardse normaaljaotusega juhuslike suuruste vaartustele. Seega
voib Oelda, et spektri uurimisega oli voimalik tuvastada andmetes peituva signaali
omadusi.
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Joonis 3.2: Aegrida spektri kasutamise niite jaoks

spekter
300

0 100
| |
——

I I I I I I
0.0 0.1 0.2 0.3 0.4 0.5

sagedus

Joonis 3.3: Néiiteaegrea spekter

Samuti voib saada kasulikku infot ka juhul, kui deterministlikku signaali reas ei esi-
ne, kuid on olemas tugev soltuvus mingi ajalise nihke tagustest minevikuvaértustest.
Vaatleme niiteks jargnevat R tarkvara abil arvutatud periodogrammi.

Siit on niha, et vastavas reas on koige tugevamalt esitatud perioodiga 10 (sage-
dus 0.1), perioodiga 5 ja veel kahe viiksema perioodiga vonkumised. Osutub, et
mingi nihkega minevikuandmetest soltumine tekitab sageli ka tdiendavaid perioo-
dilisi vonkeid, mille perioodiks on nihkele vastava perioodi jagatis mingi taisarvuga.
Vaadeldud periodogramm vastas tegelikult mudeli

Zt = 0.8Zt,10 + At

abil genereeritud andmetele, nii et sisuline soltuvus on perioodiga 10 ja viiksema
perioodiga vonkumised on juhuslikult tekkinud.

Kasulikke rakendusi on spektraalanaliiiisil palju ja tegelikult on kogu info, mis on
aegrea autokorrelatsioonides, olemas ka tema spektris. Kéesolevas kursuses me aga
spektri ja periodogrammi kasutamist aegrea mudelite sobivuse kindlakstegemiseks
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Peatukk 4

Lineaarsed mudelid uhemootmelise
aegrea jaoks

Kiesolevas peatiikis vaatleme selliseid aegrea mudeleid, kus aegrea hetkevdirtus
avaldub lineaarse kombinatsioonina selle minevikuvaértustest ning juhusliku héiri-
tuse hetkevadrtusest ja minevikuvaartustest. Selliseid mudeleid nimetatakse lineaar-
seteks mudeliteks. Kuna 1opliku hulga andmete pohjal on voimalik leida ainult 1oplik
arv mudeli parameetreid, siis pakuvad erilist huvi sellised protsessid, mis on kirjel-
datavad lopliku arvu parameetrite abil.

4.1 Uldine lineaarne protsess, selle esitused, stat-
sionaarsus ja pooratavus

On kiillalt loomulik, et enamiku huvipakkuvate juhuslike protsesside korral hetke-
vaartus soltuv viga vihe selle protsessi kauge mineviku viirtustest ning seega voib
oelda, et hetkevairtus on sisuliselt méaratud ainult juhuslikest héiritustest, mis mi-
nevikus on toimunud. Matemaatiliselt on koige lihtsam uurida selliseid protsesse,
kus soltuvus hiiritustest on lineaarne. Anname sellele kirjeldusele matemaatiliselt
korrektse definitsiooni.

Definitsioon 5 Uldiseks lineaarseks protsessiks nimetatakse protsesse, mis on esi-
tatavad kujul

Zy = p+ A+ Z VA, (4.1)

=1

o0
> V<o
i=1

rahuldavad reaalarvud, p on reaalarv ning (Ay)wez on vihemalt teist jarku statsio-
naarne tsentreeritud ning mittekorreleeritud vddrtustega protsess.

kus 1; on mingid tingimust

Edaspidises on sageli kasulik vaadelda tsentreeritud protsesse. Kui Z;, ¢ € ZZ on
vihemalt teist jarku norgalt statsionaarne ning £ Z; = u Vt, siis Z tdhistab vastavat

33



tsentreeritud protsessi: .

Zy = Ly — i
Saab néidata (vt 7], Teoreem 7.6.1), et toodud tingimus kaalude 1) kohta garantee-
rib, et definitsioonis toodud lopmatu summa defineerib korrektselt mingi juhusliku
suuruse.

Eelnevat definitsiooni motiveerib jargmine tulemus, mida nimetatakse Woldi lahu-
tuseks.

Teoreem 6 (Woldi lahutus, vt. [7]) Iga statsionaarne protsess Z; on esitatav kujul

oo

Zy=> aibi+m,

i=0
kus & on mattekorreleeritud protsess, suurused a; rahuldavad tingimust
o
Z a? < oo
i=1
ning Ny on deterministlik protsess, st n tulevikuvadrtused on teadaoleva ajaloo pohjal
tapselt ennustatavad.

Nii et iildised lineaarsed protsessid on sellised statsionaarsed protsessid, mille Woldi
lahtutuses on suurused &, soltumatud (voi vihemalt teist jarku statsionaarsed) ja
mille deterministlik osa on konstantne. K#esolevas peatiikis eeldame, et protsess
(A4)¢ez on norgalt teist jarku statsionaarne protsess keskvidrtusega 0 ja standard-
hilbega 4. Selleks, et toodud lopmatu summa defineeriks korrektselt juhusliku
suuruse, peavad kordajad 1); rahuldama mingeid tingimusi. Tapsemalt, selleks pii-
sab (vt [7], Teoreem 7.6.1), kui kehtib

o
D WF < oo
=1

Harjutus 15 Ndidata, et dldine lineaarne protsess Z; on norgalt teist jarku stat-
stonaarne protsess.

Aegridade mudelite esitamisel ja uurimisel on kasulik tuua sisse moned t&histused.
Esiteks, defineerime nihkeoperaatori

BZt - Zt—l \V/t

Tehniline mirkus. Matemaatiliselt korrektne protseduur on jirgmine: vaatleme
protsesside ruumi (Zy)iez normiga ||(Zy)iez|| = supeg \/EZE. Operaator B tei-
sendab siis ihe selle ruumi elemendi (protsessi) teiseks (kusjuures tegelikult oleks
oige kirjutada (BZ), = Z;_1, st B teisendab protsessi Z uueks protsessiks, mille t-s
element on esialgse protsessi vadrtus kohal t — 1) ning ||B]| = 1.

Paneme tihele, et BYZ, = Z,_;. Seega iildine lineaarne protsess on esitatav kujul
i=1

Edaspidises on meil kasulik defineerida funktsioonid operaatorist B.
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Definitsioon 7 Olgu f mingi reaalarvuliste vidartustega reaalmuutuja funktsioon,
mis on esitatav punkti 0 imbruses koonduva astmereana, st

f(z) = Zcixi, lz| <6
i=0

mingi 0 > 0 korral. Olgu M mingi pidev lineaarne operaator mingil Banachi ruumil
Y. Siis f(M) tahistab (formaalselt) operaatorit

[e.o]

FOM) ="M

1=0

Lihtne on naidata, et kui ||M| < 4, siis eelnevalt toodud formaalne definitsioon
omab motet, st see summa koondub mingiks ruumil Y tegutsevaks pidevaks li-
neaarseks operaatoriks.

Naide 8 Kuna iga x korral kehtib vordus

S e

€= Z i’
i=0

B on defineeritud vordusega

(o] 1
B — — .
e At = '_E - Z' Atfz-

Harjutus 16 Olgu funktsioon f defineeritud valemiga f(x) = H%T Leida f(B)A;
T

s118 operaator e

esitus lopmatu summana. (Soovitus: kasutage teadmist, et l%q = 0q s kuilgl <1

selleks et leida 1+1 astmerida ning korrutage see x-ga)
4

Defineerime funktsiooni -
lx) =1+ Zw@-xi,
i=1

siis eelneva definitsiooni kohaselt voime iildise lineaarse protsessi kirjutada kujul

7, = (B)A,.

Siin tekib huvitav kiisimus: millal me saame protsessi Z vairtusi teades teha kind-
laks, millised hairitused A siisteemi on saabunud. Niiteks protsessi

1
Zy=A — §At—1

korral on see voimalik: kasutades vordust A, = Z;_1 + %At,g saame

1 1
At = Zt + §Zt_1 + ZAt_Q.
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Asendades niiid A;_o vordusest A;_9 = Z;_o + %At_g, seejarel asendades sarnaselt
A;_3 jne, saame

1 1 — 1
At - Zt + §Zt—1 + ZZt_2 +...= Zt + ;Ezt_z

Seega, teades protsessi Z vidrtuseid kuni ajamomendini ¢, saame nende abil leida
ka ajale t vastava héairituse A;.

Kuna tegemist on olulise omadusega, sonastame selle definitsiooni.

Definitsioon 9 Uldist lineaarset protsessi (4.1) nimetatakse pooratavaks, kui selle
protsessi saab esitada autoregressiivsel kujul

Zt - Zﬂ-ithi + At-
=1

Osutub, et pooratavuse jaoks saab anda iisna lihtsa piisava tingimuse.

Lemma 10 Eeldame, et (x) astmerida koondub piirkonnas |x| < 1+¢ mingic > 0

korral. Kui funktsioon m(x) = ﬁ on esitatav astmereana, mis samutt koondub

piirkonnas |z| < 1+ &1 mingi e, > 0 korral, siis on dldine lineaarne protsess (4.1)
pooratav ning kehtib vordus 3
W(B)Zt = At;

kus Z, on protsess (4.1) .

Olgu funktsiooni 7(z) astmereaks

m(x)=1-— imxi,
i=1

siis pooratav iildine lineaarne protsess on esitatav ka kujul
o
Zt = Zﬂ-iZt—i + At.
i=1

Naide 11 Vaatleme protsessi

Zt - At - QlAt—l-
Sel juhul geomeetrilise rea summa valemi kohaselt
1 o~ 1
= = 0ix' < —.
77(.%') 1 — 91:1}' ; 1T, |x‘ |91|

Kui |0] >= 1|, siis eelneva lemma eeldused ei ole taidetud ning on voimalik toestada,
et vaadeldav protsess ei ole podratav. Juhul |01] < 1 aga on eeldused tdidetud ning
seega kehtib vordus

Zt _- — Z Hll'Zt_i + At'

=1
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Jarelikult voib meil ihe ja sama protsessi jaoks olla mitu erinevatl esitust. Pealegr,
kui nditeks 61 = —0.2, siis kahanevad suure nihkega Z vddrtuste kordajad viga kii-
resti nulli ning seetottu on loplike andmemahtude juures praktika seisukohalt peaaegu
voimatu teha kindlaks, kas andmed vastavad mudelile

Zt == At + O.2At_1

voi hoopis mudelile
Zt — 0'2Zt—1 - 0'04Zt—2 —l— At'

Sellises situatsioonis eelistame tulevikus kindlasti esimest mudelit, sest selle sobita-
misel andmetega tuleb leida ainult iks tundmatu parameeter (6,) teise mudeli kahe
parameetri asemel.

Edasises liheb meil vaja teadmisi sellest, kuidas leida poliinoomi p(x) = 1 +
S cat korral funktsiooni ¢(z) = zﬁ esitust astmereana. Siin tuleb abiks nn
osamurdudeks lahutamine. K&ige lihtsamal juhul, kui vorrandil p(z) = 0 on m erine-
vat (kas reaalset voi kompleksarvulist) lahendit xq, xo, ..., z,, siis lelame kordajad

a;, ©=1,...,n nii, et kehtib vordus

1 m o
m_;l_ivxg{xh...,xm}

T

ning arendame iga liilkme eraldi astmeritta.

Niide 12 Olgu p(x) =1 — %x — %x2, sits nullkohtadeks on x1 = —3,x5 = 2 ning

kehtib vordus p(r) = (1 — )(1 + 3). Korrutades vorduse

molemard pooli poliinoomiga p, saame

x x
l=ay(1 — =) +as(l+ =) (4.2)
2 3
Kuna eelnev vordus peab kehtima iga x korral, voime kordajate o ja o leidmiseks
saada vorrandisiisteemi mitmel moel. Uheks voimaluseks on organiseerida parem
pool x astmete jirgi (mis praequsel juhul tihendab esitamist vabaliikme ja x-ga liik-
me summana) ning vérdsustada vabaliige 1-ga ning x astmete kordajad koik nulli-
dega. Seda lihenemist kasutades saame
(e7] (6]

1:(a1+a2)+(—7+ 3)x,

kust saame sobivad aq, ap vadrtused leida vorrandisiisteems
ap+ag =1
oy oy
> T3

37



lahendamisel. Teiseks voimaluseks on vorrand (4.2) kirjutada vilja kahe erineva x
vaartuse korral ning lahendada nii saadud siisteem. Koige kavalam on vdljakirjuta-
miseks valida p nullkohad x1 ja x5, mis annab vdga lihtsa stisteemsi:

l=ai(l1-2)+a(l+ §>,

(S]]

kust saame oy = 2, ap = % Kuna geomeetrilise rea summa valem: kohaselt

% =0
1 — ()’
1-z Z 2i
=0

Harjutus 17 Leida protsessi

1 1
Zy=A — ZAt—l - gAt—Q

esitus autoregressiivsel kujul

Sageli aga ei ole vaja leida autoregressiivse esituse koiki kordajaid, vaid ainult min-
gi 16plik arv kordajaid. Siis on voimalik kasutada jargnevat ideed. Olgu p(x) =
oo cixt, kus ¢o # 0, mingi poliinoom. Otsime ¢(z) = ﬁ esitust kujul

q(z) = Z ',
i=0
Siis aga peab kehtima vordus
1 =p(x) Z o’
i=0

Seega peab parema poole funktsioone korrutades vabaliikmeks tulema 1 ning koikide
iilejadnud = astmete kordajateks nullid. Parema poole vabaliikmeks tuleb coay, kust
lelame oy = % Parema poole 2! liikme kordajaks saame coaq + ¢, kust saame

avaldada a. Seejirel saame x? kordaja nulliga vordsustamisel leida s jne.

Naide 13 Leiame eelnevas harjutuses toodud protsessi autoregressiivse esituse kor-

daja i, T, 3. Kuna (z) =1— 5 — ‘”—82 ja me otsime @ esitust kujul

1 s .
—— =1 ma,
¥(x) ;”
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su1s peab kehtima vordus

2 o
T T i

1 s 1 s 1
:1+(—7T1—Z)x—i-(—ﬂ'g—i-zl—§>$2+(—73+ZQ+§7T1)J}3+....
Seega

1
_ __:O:> —_
T 4 T 47

T 1_ _7T1 1_ 3

TRt TRTUTRTY T

+7T2+1 — 0= _7T2+]_ - 5

WTY TR T T T TR T T

Harjutus 18 Leida protsessi Z; = Ay — 0.3A;_9 — 0.1A;_3 autoregressiivse esituse
kordaja 3.

Sarnased ideed on rakendatavad ka vastupidise kiisimuse uurimisel: kui norgalt teist
jirku statsionaarse protsessi Z;, t € Z7 korral kehtib seos

W(B)Zt = At7

siis tingimusel, et ¥ (z) = ﬁ on esitatav astmereana, mis koondub piirkonnas
|z| <14 ¢ mingi € > 0 korral, saab protsessi Z esitada tildise lineaarse protsessina
kujul

4.1.1 Osaautokorrelatsioonid

Lisaks autokorrelatsioonidele on etteantud aegreale sobiva mudeli valikul suureks
abiks osaautokorrelatsioonid. Defineerime selle moiste. Selleks aga on eelnevalt vaja
veel iihte moistet.

Definitsioon 14 Olgu X ning Y1, ..., Y, mingid lopliku dispersiooniga juhuslikud

suurused. Suuruse X projektsiooniks suurustega Yy, ..., Yy mddratud alamruumile
nimetatakse suurust kujul
k
X = Z Ci}/iv
i=1

mille korral E((X — X)?) on minimaalne. Operaatorit P : X — X nimetatakse
vahimruutude projektoriks suurustega Y1, ..., Yy mddratud alamruumile.

Mirkus 15 Vahimruutude projektorit nimetatakse statistikas sageli ka parima li-
neaarse prognoosi operaatoriks (best linear predictor)
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Eelnev definitsioon tugineb teadmisele, et selline projektsioon on iihene. Neile, kes
on tuttavad funktsionaalanaliiiisi pohitulemustega, voib meelde tuletada, et Hilberti
ruumides (milleks on ka 16pliku dispersiooniga juhuslike suuruste ruum, kus normiks
on juhusliku suuruse ruudu keskviértus) kehtib iildisem tulemus, et projektsioon
igale kinnisele kumerale hulgale on iiheselt maaratud. Samas ei ole selles ka kuigi
raske ise veenduda.

Harjutus 19 Ndidata, et kui X, W1 ja Wy on lopliku dispersiooniga juhuslikud
suurused, mille korral kehtivad tingimused

B[(X —W1)’] = B[(X — Wa)?], E[(W) —W)?] >0,
§148 Wi 4 W,

2

Toestada selle omaduse abil, et eelnevad definitsioonis kirjeldatud projektsioon on
iihene (sest tingimusest E[(Wy —Wy)?] = 0 jéreldub, et Wy = Wy, peaaegu kindlasti,
st téendosusega 1).

E[(X — )] < B[(X —Wh)7].

Toestuse skeem. (Jargnevad sammud tuleks detailselt 14bi kirjutada ja pohjendada)
Esimesest tingimusest saame

E[(X —W)? — (X —Wy)?* =0.

Siit saab ruutude vahe valemit a® — b* = (a + b)(a — b) kasutades ning vorduse
molemaid pooli kahega jagades vorduse

Wi+ W,

BIX R (w0
Edasi kirjutada
BIX W) = Bl(X — Tty = Ty

Kasutades niiiid ruudu valemit (a + b)? = a® + 2ab + b* juhul @ = X — 11202 4
b= M ning eelnevalt toestatud vordust keskmise liitkme jaoks, saamegi vajaliku
tulemuse. [J

Juhuslike suuruste kontekstis vastab eelnevalt defineeritud projektor juhusliku suu-

ruse X parima suuruste Y7,..., Y} lineaarkombinatsiooni kujul avalduva prognoosi
leidmisele.
Lemma 16 Eeldame, et X, Y1,..., Y} on lopliku dispersiooniga ning keskvidartusega

0 juhuslikud suurused ja X on suuruse X vdihimruutude projektsioon suurustega
Y1, ..., Yy madratud ruumile. Siis E(X) = 0 ning cov(X — X,Y;) =0 Vi.

Toestus. Harjutus lugejale. (Vihje: defineerida funktsioon f(t) = E[(X — X —tY;)?];

veenduda, et see saavutab minimaalse vadrtuse kohal ¢ = 0 ja moelda, mis jareldub
ekstreemimi tarvilikust tingimusest)]
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Paneme tihele, et eelneva lemma pohjal saab suuruse X projektsiooni leida korda-
jate ¢;, 1 =1,...,k leidmise teel vorrandisiisteemist

Zc]cov Y, Y;) =cov(Y;, X), i=1,... k.

Juhul, kui sellel siisteemil on mitu lahendit, siis voib votta suvalise nendest, kuna
saab ndidata, et X = Zle ¢;Y; on sel juhul koikide lahendite korral sama.

Naiide 17 Olgu X, Y1ja Y; sellised tsentreeritud juhuslikud suurused, mis rahulavad
tingimusi cov(X, Y1) =1, cov(X,Ys) = 2, cov(Yy,Y2) = —1 ja D(Y)) = D(Y3) = 4.
Leida X wvahimruutude projektsioon suurustega Y, ja Yo mddratud alamruumile.
Vastavall lemmale 16 tuleb selleks lahendada vorrandisiisteem

C1'4+CQ'(—1>:1,
Cl'(—1)+02'4:2.

Siit saame ¢ = £, ca = £ ning seega on X projektsiooniks X = %Yl + %Yg

Definitsioon 18 Juhuslike suuruste Xy ja Xo osakorrelatsiooniks pdrast suuruste

Y1, ..., Yr moju eemaldamist nimetatakse suuruste X1 — PX, ja Xo — PXy vahelist
korrelatsiooni, kus P on vdhimruutude projektor suurustega Yi,...,Y, mddratud
alamruumile.

Tuletame meelde, et statsionaarse protsessi Z korral tahistab 7 vastavat tsentree-
ritud protsessi, st Z; = Z; — EZy = Z; — .

Definitsioon 19 Teist jirku norgall statsionaarse protsessi Z k-ndat jirku osaau-
tokorrelatsioonikordajaks nimetatakse suuruste Zy ja Zi—y osakorrelatsiooni pirast
suuruste Zy_1, ..., Zi_(x—1) moju eemaldamist.

Definitsioonis jareldub, et protsessi Z esimest jirku osaautokorrelatsioon on vordne
suurusega p(1).

Harjutus 20 Leida otse definitsioonist lahtudes teist jirku norgalt statsionaarse
protsessi teist jarku osakorrelatsioont avaldis autokorrelatsioonide kaudu.

Osaautokorrelatsioonikordaja definitsioonist ldhtuvalt on voimalik ndidata, et k-
ndat jarku osaautokorrelatsioonikordaja ¢, on teadaolevate autokorrelatsioonide
pohjal leitav Yule-Walkeri vorrandisiisteemi

k1 + p(1)dre + ...+ p(k = 1)dpr, = p(1),
p(D)r1 + dra + ... + p(k = 2)dp = p(2),

p(k = 1)op1 + plk — 2)pr2 + ... + o = p(k),

lahendamise teel.
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Harjutus 21 (* lisapunktide saamiseks esitada 03.11.2016) Ndiidata osaautokor-
relatsiooni definitsioonist ldhtudes, et k-ndat jarku osaautokorrelatsioon on avaldub
suurusena ¢ Yule- Walker vorrandites.

4.1.2 Lopliku arvu parameetritega maaratud lineaarsete prot-
sesside klassid

Praktiliseks kasutamiseks on viga oluline, et aegrea mudelis oleks 16plik (ja voi-
malikult véike) arv parameetreid, mida andmete pohjal on vaja hinnata. Seetottu
pakuvad erilist huvi jirgmised protsesside klassid.

Definitsioon 20 Feldame, et protsess Ay, t € Z on tsentreeritud, mittekorreleeri-
tud ja teist jarku norgalt statsionaarne ning et protsess Z;, t € Z omab konstantsest
keskvdartust p. Kasutame tahistust Z, = Zy— . Lopliku arvu kordajatega lineaarsete
protsesside klassid on jdrgmised:

e Jirguga p autoregressiivseteks protsessideks ehk AR (p) protsessideks nimeta-
takse teist jarku norgalt statsionaarseid protsesse kujul

P
Zy = Z GilZi—i + Ay
i=1

o Jirku q litkuva keskmisega protsessideks ehk MA(q) protsessideks nimetatakse
protsesse kujul

q
Zt - At - Z QiAt_i.
i=1

o ARMA(p,q) protsessideks nimetatakse teist jarku norgalt statsionaarseid prot-
sesse kujul

P q
7 = Z CbiZNt—i + A - Z 0; A
i=1 i=1

Kéesolevas kursuses vaatleme selliseid AR (p) and ARMA (p,q) protsesse, mille korral
kehtivad tingimused cov(Z;, A;) = 0 forallj > i. Selliseid pretsesse nimetatakse
sageli ka pohjuslikeks (causal). Kui ei ole Geldud teisiti, siis edasised tulemused
kehtivad pohjuslike protsesside joaks.

Kui defineerida funktsioonid

o(r) =1-— Zp:@-xi, O(z)=1- queizi,
i=1 i=1

siis on AR(p) protsess on esitatav kujul

¢<B>Zt = At7

42



MA(q) protsess on esitatav kujul

Edaspidi uurime nende protsesside omadusi ldhemalt.

4.1.3 Teisendamine erinevate kujude vahel

Eelnevalt oleme vaadelnud iildise lineaarse protsessi esitamist autoregressiivsel ku-
jul ning teame, et see on voimalik, kui 7(x) = 1#(1) on esitatav astmereana, mis

koondub piirkonnas |z| < 1+ ¢ mingi ¢ > 0 korral. Nagu mainitud, t&hendab
see sisuliselt, et operaatoril 1(B) on sel juhul olemas podrdoperaator 7(B), mi-
da vorduse Z; = 1(B)A; molemale poole rakendades saame 7(B)Z; = A;. Lisaks

sai mainitud, et poliinoomi v(x) puhul on —— astmerea koonduvusraadius seo-
psi(x)

tud ¥ (z) = 0 lahenditega kompleksarvude hulgas, st vastav astmerida koondub
piirkonnas |z| < min;|x;|, kus z; téhistab poliinoomi ¢ nullkohti.

Selle viiite kehtivuses voib veenduda mitmel moel. Uheks véimaluseks on kasutada
kompleksmuutuja funktsioonide teooriat: Cauchy valemi kohaselt kehtib

_ 1 m(¢)
27 Jig=r € = 2

dg, [z| <,

m(z

kus r on suvaline arv, mille korral koik ¢ nullkohad jaavad véaljapoole kompleks-
tasandi ringi raadiusega r, ilma argumendita 7 on tuntud matemaatiline konstant
3.14... ning integreerimine toimub iile komplestasandi ringi raadiusega r. Siit va-
lemist jéreldub (kuidas ?), et |7%(0)] < const. k!r~*, mistottu vastav Taylori rida
koondub ringis raadiusega r. Teiseks voimaluseks on esitada 7 nullkohtade abil
madratud osamurdude summana:

k. my;
Cij

kus x1,..., 2 on poliinoomi 1 nullkohad (komplekstasandil) ning my,...,my; on
nende nullkohtade kordsused. Kuna

1 B o7t d 1
(1—az)y (= Dldei=t \1 -zt

i d s S 0! —0j—10—j
=t T, T | = . : x; I as
e (S - ¥ e

e e}

(L+7— 1)!:0_%3
2 (-1

43



siis koikidele osamurdudele vastavad astmeread koonduvad |z| < min;|x;| korral
(vt nditeks D’Alemberti tunnust arvridade koondumise kohta) ning seega ka (x)
astmerida (kui koonduvate astmeridade summa) koondub piirkonnas |z| < min;|z;|.

Seega kui poliinoomi 1 (z) nullkohad on kdik mooduli poolest ithest suuremad, on
leidub operaatoril 1(B) péordoperaator.

Sama tulemus lubab aga teha ka teistsuguseid teisendusi, néiteks esitada AR(p)
protsessi tildise lineaarse protsessi kujul ning ARMA (p,q) protsessi kas autoregres-
siivsel voi iildise lineaarse protsessi kujul. Votame vastavad tulemused kokku:

e Kui AR(p) protsessi ¢(B)Z; = A, korral on poliinoomi ¢(z) nullkohad komp-
leksarvude hulgas koik mooduli poolest suuremad kui 1, siis saab protsessi viia

iildise lineaarse protsessi kujule, esitades ¢(x) = - astmereana 1 + 1,z +

c e
Pox?® + ..., saadud kujuks on Z; = ¢(B)A;.

o Kui MA(q) protsessi Z, = #(B)A, korral on poliinoomi 6(z) nullkohad kaik
mooduli poolest suuremad kui 1, siis saab seda protsessi esitada autoregres-
sitvsel kujul 7(B)Z; = Ay, kus 7(z) = 1 — ma 4 ma® — . .. on funktsiooni ﬁ

esitus astmereana.

e Kui ARMA (p,q) protsessi ¢(B)Z; = 6(B)A, korral on poliinoomi ¢(z) nullko-
had koik mooduli poolest iihes suuremad, siis on see protsess esitatav iildise

lineaarse protsessina kujul Z; = ¢)(B) Ay, kus ¢(z) = 1 + ¢z 4 192® + ... on

funktsiooni &;) esitus astmereana. Kui poliinoomi theta(z) nullkohad on koik

mooduli poolest iihest suuremad, siis on see protsess esituv autoregressiivsel

kujul 7(B)Z, = Ay, kus 7(z) = 1 — mz + ma? — ... on funktsiooni % esitus

astmereana.

Harjutus 22 Leida protsessi
Z, =127, 1 —035Z,_5+ A,

esitus tldise lineaarse protsessi kujul (st, leida suurused v;, i = 1,2,...). Kont-
rollimiseks leida esimesed neli kordajat ka alternatiivsel teel (korrutise ¢(x)i(x)
muutuja x astmete abil saadud seoseid kasutades).

4.2 Autoregressiivsed protsessid

Uurime ldhemalt protsessi
P
Zt = Z (bithi -+ At, t € Z (43)
i=1

omadusi. Nagu ndeme, on selle protsessi kditumine seotud poliinoomi
p .
o(r)=1— Z pix’
i=1

nullkohtadega.
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4.2.1 Autokorrelatsioonifunktsioon ja statsionaarsus

Oletame koigepealt, et protsess Z on statsionaarne ning et cov(Ay, Zy 1) = 0 Vk > 0
. Korrutades vorrandi (4.3) molemaid pooli suurusega Z;_, ning vottes keskvéiértuse,
saame

y(k) = Zqﬁﬁ(k —i), k>0

kust péarast suurusega v(0) ldbijagamist saame vorduse

p(k) = Z@p(k —3), k> 0.

See tahendab, et autokorrelatsioonikordajad rahuldavad p-ndat jarku lineaarset
rekurrentset vorrandit. Selliste vorrandite kohta on teada, et mingite kordajate
c;,1=1,...,p kehtib

p
p(k) = cidiy,
=1

kus jadad dix, k = 1,2,... on defineeritud funktsiooni ¢(x) juurte abil jargmiselt:
kui z; on funktsiooni ¢ m-kordne nullkoht (komplekstasandil), siis m jadadest c;
on kujul k:é:cj’k, 0 < ¢ < m — 1. Sellest esitusest jareldub, et AR(p) protsesside
korral on 16pmatult paljud suurustest p(k) nullist erinevad. Lisaks sellele, autokor-
relatsioonikordajad p(1),...,p(p — 1) ei ole suvalised, vaid rahuldavad Yule-Walker
vorrandeid

p(1) = 1+ d2p(1) + ... + dpp(p — 1), (4.4)
p(2) = p1p(1) + G2+ ... + pp(p — 2), (4.5)
(4.6)
p(p—1) = d1p(p — 2) + ¢2p(p — 3) + ... + Gp-1 + dpp(1) (4.7)

mistottu on kordajad cy, ..., c, liheselt maédratud.

Harjutus 23 Vaatleme protsess Z, = %Zt,l—%Zt,ﬁ—At. Leida selle puhul p(1), p(2), p(3),
kasutades eelnevalt tuletatud seoseid. Lisaks leida valem p(k) jaoks kujul p(2) =
clek—i-ch;k, kus x1 ja xy, on vastava polinoomi ¢ nullkohad (st tuleb leida ¢y, co, 21, 2
vddrtused, mille korral see valem kehtib iga k korral).

Samas autokorrelatsioonikordajad peavad definitsiooni kohaselt olema vahemikus
[—1,1], mistottu statsionaarsuse eeldus ei saa olla tdidetud, kui moéni poliinoomi
¢ nullkohtadest on mooduli poolest iihest viiksem ja vastav kordaja autokorrelat-
sioonide esituses nullkohtade kaudu on nullist erinev. Juht, kus moni funktsiooni
¢ nullkohtadest on mooduli poolest vordne iihega, vajab eraldi uurimist, kuid sel-
le kéisitlemine on kiesoleva kursuse mahtu arvestades ebaotstarbekas. Kéesolevas
kursuses kasutame jargneva lemma tulemust.
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Lemma 21 Feldame, et protsessi (4.3) puhul protsess A, on nérgalt teist jarku
statsionaarne, tsentreeritud ja mittekorreleeritud, rahuldab tingimust D(A;) > 0
ning et kehtivad vordused cov(Ay, Zy—;) = 0,1 > 0. Siis on vastav protsess norgalt
teist jirku statsionaarne parajasti siis, kui polinoomi ¢p(x) = 1=Y"0 | ¢;x* nullkohad
on mooduli poolest tihest suuremad.

4.2.2 (Osaautokorrelatsioonid

AR(p) protsesside korral on sobiva mudeli kindlakstegemisel suur kasu jargmisest
tulemusest.

Lemma 22 Olgu Z teist jirku norgalt statsionaarne AR(p) protsess. Siis tema
osaautokorrelatsioonikordajad on vordsed nulliga alates jargust p + 1.

Toestus. Olgu k > p. Olgu P vahimruutude projektor suurustega Zt,l, - ,Zt,kﬂ
madratud alamruumile. Kuna A, on mittgkorreleeritud suurustega 2y 1, ..., L g1,
siis on lihtne veenduda, et A, = Z, — PZ,. Selleks néitame, et

P
PZy=) il
=1

P definitsiooni kohaselt peame me selleks néditama, et

k—1 P
E[(Z; - Z i)’ > E[(Z; — Z 0iZ;-;)°]
i=1 =1
koikide kordajate ¢y, cs, ..., cp_q1 korral.

Tahistame kirjapaneku lihtsustamise huvides

k—1 P
X = ZCithia Y = Z@'thi,
i=1 i=1
siis kasutades suuruse A, tsentreeritust ning séltumatust suurustest X ja Y saame

E[(Z — X)*) = E[(A +Y — X)’] = E[A]] - 2E[A(X —Y)] + E[(X = Y)’]
= B[A}] + B[(X - Y)*] > E[A7].
Samas )
E((Z - Y)’] = E[A]],

seetdttu on suurus Y tdepoolest vordne suuruse Z; projektsiooniks vihimruutude
mottes.

Kasutades jillegi suuruse A; mittekorreleeritust varasemate protsessi Z vaartustega
saame niiiid

cov(Z, — PZ;, Zy 1 — PZy ) = cov(Ay, Z,_, — PZ;_;) = 0.
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Osaautokorrelatsioonikordaja definitsiooni kohaselt on seega protsessi Z k-ndat jir-
ku osaautokorrelatsioonikordaja vordne nulliga.[]

Madalamat jarku osaautokorrelatsioone saame leida Yule-Walkeri vorrandite abil
parast seda, kui autokorrelatsioonid on leitud. Yule-Walkeri vorrandeid voib ka-
sutada ka osaautokorrelatsioonide hindamiseks, asendades vorrandites teoreetilised
autokorrelatsioonid nende hinnangutega. Praktikas on samuti kasulik teadmine (vt
[8], valem 3.2.35), et AR(p) protsessi korral on osaautokorrelatsioonikordajate hin-
nangud alates jargust k = p + 1 ligikaudu soltumatud, keskvadrtusega 0 ning stan-

dardhéalbega \/Lﬁ

4.2.3 AR(1) tiitipi mudelid

Vaatleme mudeleid kujul ) )
Zy = Q121 + Ay
1

Kuna selle mudeli korral ¢(z) = 1 — ¢y, mille ainsaks nullkohaks on z; = o siis
statsionaarsuse jaoks on vajalik tingimuse |¢;| < 1 tiidetus. Kuna autokorrelatsioo-

nid rahuldavad eelneva pohjal seost

p(k) = ¢1p(k — 1), k>0,
siis
plk) =¢% k=1,2,....
Seega kahanevad autokorrelatsoonide absoluutviartused eksponentsiaalselt, kusjuu-
res juhul ¢; > 0 on nad sama méirgiga ning juhul ¢; < 0 vahelduvate méarkidega.
Osaautokorrelatsioonid on alates jiargust 2 vordsed nulliga ning esimest jarku osaau-
tokorrelatsioon on (nagu alati) vordne p(1)-ga. Néited vastavate aegridade kiitumi-

sest koos empiiriliste autokorrelatsioonide ja empiiriliste osaautokorrelatsioonidega
juhul ¢; = 0.8 ja ¢; = —0.8 on toodud vastavalt joonistel 4.1 ja 4.2.

4.2.4 AR(2) tiilipi mudelid

Vaatleme mudeleid kujul
Zy = $1 241+ 2Zy_s + Ay

Selleks, et funktsiooni ¢(z) = 1 — ¢z — ¢ox* nullkohad oleks viljaspool komp-
lekstasandi {ihikringi, peavad kordajad ¢, ja ¢, rahuldama geomeetriliselt kiillaltki
lihtsalt kirjeldatavaid tingimusi.

Lemma 23 Statsionaarsuse tingimus on AR(2) mudeli puhul samavidrne vorra-
tustega

o1+ P2 < 1,
P2 — 1 < 1,
¢2>_1a

st punkti (¢1, ¢2) peab paiknema tippudega (0,1), (-2,-1) ja (2,-1) mddratud kolm-
nurgas.
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Joonis 4.1: AR(1) tiiiipi aegrea 200 védrtust juhul ¢; = 0.8 ning autokorrelatsioonide
ja osaautokorrelatsioonide hinnangud

Autokorrelatsioonikordajad saab arvutada vastavalt rekurrentsele seosele

p(k) = ¢1p(k — 1) + dop(k — 2), k> 1,

¢1

6 Viimane tuleneb Yule-Walkeri esime-

lahtudes vddrtustest p(0) = 1 ja p(1) = £
sest vorrandist:

p(1) = @1 + dap(1).

Samas saame neid vorrandeid kasutada ka kordajate ¢; ja ¢o hindamiseks ldhtu-
valt teadaolevatest empiirilistest autokorrelatsioonidest: lahendades Yule-Walkeri
vorrandid ¢ ja ¢y suhtes, saame

p(H(A = p(2))

AR GYE

7¢2:
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Joonis 4.2: AR(1) tiilipi aegrea 200 véirtust juhul ¢; = —0.8 ning autokorrelatsioo-
nide ja osaautokorrelatsioonide hinnangud

mille abil on voimalik empiirilistest autokorrelatsioonidest r; ja ro arvutada korda-
jate ¢1 ja ¢o hinnangud.

Teoreetilised osaautokorrelatsioonid on nullid alates jargust 3, esimest jarku osaau-
tokorrelatsion ¢1; on vordne p(1)-ga ning teist jirku osaautokorrelatsioon on vordne
kordajaga ¢ (miks?), seega on voimalik kordajaid hinnata ka osaautokorrelatsioo-
nide hinnangute abil.
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4.3 Liikuva keskmise protsessid

Jargnevas vaatleme MA(q) protsesside
B q
Zy=A =) 0:A
i=1

omadusi. Varasemast teame, et sellised protsessid vihemalt norgalt teist jarku stat-
sionaarse ja mittekorreleeritud protsessi A; korral on alati vihemalt teist jarku
norgalt statsionaarsed. Varasema pohjal teame, et podratavuseks on vajalik, et po-
liinoomi A(x) = 1 — "7 | 6,2 korral oleks funktsioon 7(z) = ﬁ arendatav piir-
konnas |z| < 1 korral koonduvasse astmeritta ning et selleks on tarvilik ja piisav,
et 0(z) nullkohad oleks kéik mooduli poolest ithest suuremad. Pooratava protsessi
autoregressiivse esituse

Zt = Z 71'2‘215_1‘ + At
i=1
kordajate m; leidmiseks on jillegi kaks voimalust:

1. leiame funktsiooni esituse astmereana ning arvestame, et —m; on selles

L
0(x)
astmereas x' kordaja,

2. leiame 7y, My, ... samm-sammult, vordsustades vorduse
q .
(1 —ma —mx? —mz® +...)(1 — Z@iml) =1
i=1

molema poole erinevate x astmete kordajaid.

Harjutus 24 Leida protsessi

9 1
Zy = Ay — Q_OAtfl + 2_0At72

autoregressiivse esituse Zy =y .o Wi Zy_;i + Ay kordaja .

4.3.1 Autokorrelatsioonid

Arvestades, et iildise lineaarse protsessi korral

v(k) = 08 ) i
j=0

ning et MA(q) protsessi korral
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saame, et MA(q) protsessi autokorrelatsioonikordajad avalduvad kujul

—0, + 5977 9,0,
p(k‘) _ k Zzgl . +k
1+ 0

s k=1,....q

ning p(k) = 0, k& > ¢. Nagu me ka hiljem ndeme, on M A(q) protsesside korral
voimalik, et tdpselt samad autokorrelatsioonid (ja seega ka osaautokorrelatsioonid)
vastavad erinevatele parameetritele 6,, . .., 0,. Osutub aga, et ainult iiks parameetri-
te 0 valik vastab pdoratavale protsessile ning aegrea vaatluste pohjal saame parima
tuleviku prognoosi, kasutades péoratavat mudelit.

4.3.2 MA(1) protsessi omadused.

Vaatleme protsessi kujul )
Zt - At - 91At_1.

Selle protsessi korral

01
1)=——

p(1) 1+ 6%

ning p(k) = 0, k > 1. Kuna me saame p(1) avaldise kirjutada (juhul p(1) # 0) ka
kujul

1
p(1) = ———,
o + 6,
siis on selge, et tipselt samasugused autokorrelatsioonid on ka protsessil
~ 1
Zt == At - Q—Atfl.
1

Samas, kui |0;] > 1, siis vdime defineerida suurused A, kujul

/th = Zel_iztfia
i=0

mille korral kehtib ]
Zt == At - O—At_l.
1
Kuna suurused A; on tsentreeritud, mittekorreleeritud ning konstantse dispersiooni-
ga (vt jargnev harjutus), siis voime ilma iildsust kitsendamata eeldada, et vaadelda-

va protsessi korral on kordaja #; absoluutviartuselt iihest viiksem ning et tegemist
on pooratava protsessiga.

Harjutus 25 Veenduda, et juhul |6,| > 1 defineeritud juhuslikud suurused A; on
mittekorreleeritud ning konstantse dispersiooniga (seega tegemist on vihemalt teist
jarku norgalt statsionaarse protsessiga) ning et kehtivad vordused Z, = At—%At_l, t e

Z.

Harjutus 26 Ndiidata, et juhul |61 # 1 kehtib vorratus |p(1)| < 3.
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Osaautokorrelatsioonide leidmiseks paneme tihele, et vaadeldaval juhul tuleb Yule-
Walker vorrandisiisteemi kohaselt leida kolmediagonaalse vorrandisiisteemi

b1 + p(1)dr2 = p(1),
(1)1 + dra + p(1) i3 = 0,

p(1) bk k—2 + Grr—1 + p(1)Prr = 0,
p(1) Pk k-1 + drr =0
puhul suuruse ¢ vadrtus. Kui siit elimineerida teisest vorrandist esimese vorrandi

abil tundmatu ¢y, kolmandast vorrandist saadud teise vorrandi abil ¢go jne, siis
jouame kahediagonaalse siisteemini

bidkr + p(1) w2 = fi,
badra + p(1) s = fo,

be—10kk—1 + P(1)Opr = fr—1,

brdrk = [,
kus by =1, f; = p(1) ning
1)? 1 .
bit1 :1—¥7 fz‘+1:—¥fi, i=2,...,k.

Arvestades, et [p(1)] < 3 saame b; > 1 Vi ning seega

|| = % < (2p(1))’“,

seega osaautokorrelatsioonikordajad on kiill koik nullist erinevad, kuid kahanevad
eksponentsiaalselt.

4.3.3 MA(2) protsessi omadused.
Vaatleme protsessi kujul
Zy= Ay = 01A; 1 — 024 .

Selle protsessi korral

=01+ 6010,
140 +063
—0,

N = — =
p2) 14607 + 03

p(1)

ning p(k) =0, k > 2. Kiillalt lihtne on veenduda, et kui x1, x5 on poliinoomi

0(z) =1 — 0,z — Oy2”
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nullkohad, siis tdpselt samad autokorrelatsioonikordajad on koikidel MA(2) prot-
sessidel, millele vastavate poliinoomide nullkohad on kujul z%, xé, kusi,j € {—1,1}.
Samas ainult liks nendest protsessidest rahuldab podratavuse tingimust ning jillegi
voime iildsust kitsendamata eeldada, et meid huvitav protsess rahuldab p&oratavu-
se tingimust. Analoogiliselt AR(2) protsesside statsionaarsuse tingimustega saame
niitid, et pooratava MA(2) protsessi kordajad 6, ja 02 peavad rahuldama tingimusi

92+91<1, 92—01<1, 0y > —1.

4.4 ARMA (p,q) protsessid

Vaatleme protsesse kujul
5 p B q
Zy = Z GiZi—i + Ap — Z 0; Ay
i=1 i=1

See protsess on statsionaarne, kui poliinoomi ¢(z) = 1 — Y7 | ¢;2" nullkohad on
véaljaspool komplekstasandi iihikringi ning péératavuse tingimus on tdidetud, kui
poliinoomi #(x) = 1—3"7 | #;2* nullkohad on véljaspool komplekstasandi iihikringi.
Arvutades kovariatsiooni Z; ja Z;_; vahel juhul k£ > ¢, saame

v(k) = Z@’Y(lﬂ — 1),

mistottu autokorrelatsioonikordajad p(k) rahuldavad rekurrentset vorrandit

p

p(k) = Z gip(k — 1)

alates k = ¢ + 1. Erijuhul p = 1 jéreldub siit, et p(k) = ¢*p(q), k > q, seega
kahanevad autokorrelatsioonid eksponentsiaalselt alates jargust & = q + 1.

4.5 ARMA(1,1) protsessid

Vaatleme protsesse kujul
Zy= 1 Zy1 + Ay — 01 A1

Leiame avaldised selle protsessi autokovariatsioonidele ja autokorrelatsioonidele.
Koigepealt paneme tihele, et

cov(Zy, Ay) = 0.

Seejdrel saame leida )
cov(Zy, Ay_1) = (¢p1 — 01)0%.
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Leides niitid kovariatsiooni Z; avaldise parema poole ja Z; vahel, saame

7(0) = ¢1y(1) + (1 — O1 (1 — 61))0%

ning kovariatsioon Z, avaldise parema poole ja Z,_; vahel annab

(1) = ¢17(0) — 61075,

Siit saame
— 20 02)o>
40 =4 2113% o4,
(1 =00 = 0161)05
v(1) = T
ja seega
p(l) — (¢1 - 91)(1 - 01¢1) )

1 — 2014, + 03
Kuna alates &k = 2 kehtib
p(k) = ¢1p(k — 1),

siis autokorrelatsioonid kahanevad eksponentsiaalselt alates jargust 2.

4.6 Lineaarsed mudelid mittestatsionaarsete aegri-
dade jaoks. Prognoosimine ja parameetrite hin-
damine

4.6.1 ARIMA mudelid

Sageli ei vasta aegrida statsionaarsuse nouetele, kuna keskmine on ajas muutuv,
kuid selle rea muudud voi muutude muudud kiituvad kooskolas statsionaarsuse
eeldustega. Jargnevas vaatlemegi selliste protsesside mudeleid.

Kui Z;, t € R on mingi protsess, siis muutude protsessi Z; — Z; 1 voime kirjutada
kujul (1 — B)Z; ning muutude muutude protsessi kujul (1 — B)?Z,.

Definitsioon 24 ARIMA(p,d,q) protsessiks nimetatakse juhuslikku protsessi Zi,
mille d-ndat jirku muudud (ehk diferentsid) W, = (1— B)4Z; vastavad ARMA (p,q),
protsessile.

Eelneva definitsiooni kohaselt on W, teist jirku norgalt statsionaarne ning rahuldab
5 p B q
W, = Z diWii + Ay — Z 0; As—i,
=1 =1

kus W, = W,— E (W), juhuslikud suurused A; on tsentreeritud, sama dispersiooniga
ja mittekorreleeritud omavahel. Edasises eeldame tdiendavalt, et A; on mittekorre-
leeritud suurustega W,_;,i = 1,2,... iga t korral ning et EW, = 0, kui d > 0
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(sest vastasel korral on tegemist d jarku poliinoomi poolt antud globaalse trendiga
aegreaga ning trendi lubamist-mittelubamist on moistlik eraldi vaadelda). Samuti
eeldame, et tegemist on pooratava protsessiga.

Vaatleme juhtu W, = (1 — B)Z,, siis

i =21+ Wy =Zi 9+ Wiy + Wy =2 + Z W.

Summa on aga vaadeldav tiikiti konstantse funktsiooni integraalina. Uldisemalt, kui
W; = (1 — B)Z,, siis tuleb Z leidmiseks protsessist W rakendada summeerimist
d korda, mis on samastatav d-kordse integraali leidmisega. Seetottu nimetataksegi
ARIMA(p,d,q) protsesse integreeritud ARMA protsessideks.

Harjutus 27 Olgu antud suurused ¢; = (1 — B)'Zy, i =0,...,d — 1 ning protsessi
W, = (1-B)?Z, vidirtused wo, . . ., w,. Avaldada Z,, viirtus z, co, ..., Cq_1,Wa, . .., Wy
kaudu.

4.7 Sesoonsed ARIMA mudelid

Sageli on andmetes mingi loomulik periood (néiteks aasta), mille korral aegrea jarg-
nevat vadrtust mojutavad lisaks hiljutistele viartustele ka perioodi voi isegi mitme
perioodi vorra minevikus olevad viirtused. Uheks voimaluseks sellise efekti model-
leerimiseks on lihtsalt lisada perioodile vastavate nihetega autoregressiivseid ja/voi
liikkuva keskmise liikmeid iildisesse mudelisse, kuid sageli on tulemusi lihtsam in-
terpreteerida, kui perioodilist kditumist kirjeldav mudel esitada sesoonsete ja mit-
tesesoonsete tegurite korrutise teel.

Perioodiga s multiplikatiivseteks ARIMA (p,d,q)x(P,D,Q)s tiiiipi mudeliteks nime-
tatakse mudeleid kujul

o(B)®(B*)(1 — B)'(1 - B*)"Z, = 60(B)0(B") A,

kus

P P
o(r)=1- ng)imi, O(zx)=1-— Z@ixi,
i=1 i=1

q Q
O(z)=1-) 6’ Ox)=1-> ',
=1 =1

Siin tuleb tidhele panna, et tegemist on ARIMA tiiiipi mudelite alamklassiga. Saa-
dava mudeli puhul eeldatakse, et ¢(z) ja ®(z) rahuldavad statsionaarsuse tingimusi
ning et 6(z) ja ©(z) rahuldavad péératavuse tingimusi; sel juhul on vastavad tingi-
mused tiidetud ka vaadeldaval ARIMA tiitipi mudelil.

Lihtsalt moistetavaks multiplikatiivseks sesoonseks ARIMA tiiiipi mudelite eriju-
huks on ARIMA(p,d,q)x(0,1,0) tiiiipi mudelid, kus s tihistab vaatluste arvu pe-
rioodis (tavaliselt aasta), kuna sel juhul vastavad aastased muudud ARIMA tiiiipi
mudelile.
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Mudelite identifitseerimiseks on kasulik teada moningatel lihtsamatel juhtudel auto-
korrelatsioonikordajate teoreetilist kiiitumist. Vaatleme néditena ARIMA(0,0,1)x(0,0,1),
autokorrelatsioonikordajate leidmist juhul s > 3. Olgu

Zt - (1 - 913)(1 - @1Bs)At

ehk
Zy=Ay — 01 A1 — 01 A+ 0,01 A__4.

Siit Ay, k € Z soltumatuse tottu saame
v(0) = (1 + 65 + ©F + 6,07)07%.
Kuna Z;_; avaldises
Zig=Ar 1 — 01 A0 — 0141+ 0101455
on Z; avaldisega vorreldes samade indeksitega A;_ 1 ja A;_s_1, siis
v(1) = cov(Zy, Z;1) = (=6, — 6,07)03,

seega
20 —ha+ed

¥(0) 1467 +037+60[07
Seejdrel on k > 2 korral Z; ;. ja Z; avaldises samu liikmeid ainult siis, kui k£ =
s —1,s8,s + 1; muudel juhtudel on koik liikmed erinevad ning vastavad autokova-
riatsioonid ja autokorrelatsioonid vordsed nulliga. Juhul £ = s — 1 avaldub Z;_
kujul

Zp—si1 = Ap—sp1 — A s — O1 A1 9541 + 0101 Ao,

seega
0,16,

1t elveer

7(s = 1) = 610103, p(s — 1)
Analoogiliselt leiame

61+
14607 + 67+ 0,07

0,6,
1) = 2 1) =
Y(s+1) =60,0,0%, p(s+1) 1462102100

V(s) = (=01 — 6;61)07, p(s) =

Koik iilejasinud autokorrelatsioonid on nullid. Seega vaadeldava mudeli tunnuseks
on iiks madalat jarku nullist erinev autokorrelatsioon ning kolm nullist erinevat
autokorrelatsiooni nihke s iimbruses, kusjuures perioodile s eelnev ja jirgnev auto-
korrelatsioon on teoreetiliselt vordsed.

Harjutus 28 Leida ARIMA(0,0,2)x(0,0,1)5 mudeli autokorrelatsioonikordajad ju-
hul s > 5

Harjutus 29 Leida ARIMA(0,0,1)x(1,0,0)s mudeli autokorrelatsioonikordajad ju-
hul s = 6.
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4.7.1 Aegridade prognoosimine ARIMA mudelite korral

Olgu meil antud aegrida 21, 29,..., 2, ning oletame, et me teame, et see vastab
ARIMA (p,d,q) tiiiipi protsessile teadaolevate parameetritega p (suuruse (1 — B)¢Z,
keskvidrtus),éy, ..., ¢, ja 01,...,0,, kusjuures eeldame, et protsess on pooratav
ning et kaalud ¢;, ¢ = 1, ..., p rahuldavad statsionaarsuse tingimust. Esituse lihtsuse
mottes eeldame samuti, et (1— B)?Z; keskvéirtus on null. Jirgnevas uurime, kuidas
sel juhul leida minimaalse ruutkeskmise veaga prognoose suurusele Z,, 1, p > 1 ning
prognoosivigade standardhélbeid.

Edasises kasutame oluliselt aegrea erinevaid esitusi. Pdoratavusest jiareldub, et me
saame vaadeldava ARIMA (p,d,q) protsessi esitada autoregressiivsel kujul

Zy = ZWiZt—1 + Ay,

=1

kus kaalud 7; on on méiratavad vordusest

i o)1 —a)
1-— ;mx = T,

kus

o) =1- i(b,»mi, O(z)=1- i@iazi.
i=1 i=1

Samuti teame, et statsionaarse protsessi saab esitada {ildise lineaarse protsessi kujul,
seega leiduvad kordajad ;, mille korral

(1-B)Z, = (i WBZ’) Ay

Kolmandaks esituseks on protsessi definitsioonis olev kuju, mis sisaldab 16pliku arvu
eelnevaid Z ja A vidrtuseid.

Harjutus 30 Esitada ARIMA(0,1,1) protsess
Zy =21+ A — %Atl
autoregressiivsel kuju.
Autoregressiivse kuju kordajaid saab leida ka samm-sammult, vordsustades seose
m(x)0(x) = ¢(x)
paremal ja vasakul pool x astmete ees olevaid kordajaid.

Harjutus 31 Leida protsessi
Zt = At - O.E)At_l + O.SAt_Q

autoregressiivse esituse kordaja my.
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Ruutkeskmise vea mottes parima prognoosi leidmine

Kui juhusliku suuruse kohta ei ole mingit lisainformatsiooni, siis tema parimaks
prognoosiks on keskvéirtus.

Harjutus 32 Olgu X loplikku dispersiooni omav keskvddrtusega p juhuslik suurus
ning olgu a prognoos selle juhusliku suuruse vdadrtuse jaoks. Naidata, et ennustusviga
E(X — a)?) on minimaalne juhul, kui a = p.

Kui juhusliku suuruse ennustamisel on kasutada mingit lisainformatsiooni, siis saab
ndidata, et parimaks ennustuseks selle informatsiooni pohjal on tinglik keskvaértus.
Kéesolevas kursuses me tingliku keskvéartuse {ildist definitsiooni sisse ei too, kiill
aga kasutame teadaolevaid tulemusi selle omaduste kohta.

Lemma 25 Olgu I mingi loplik voi loenduv indeksite hulk ning olgu Z ja Y;, i € 1
guhuslikud suurused. Siis suuruse Z tinglik keskvidrtus tingimusel, et Y;, 1 € I on
teada on juhuslik suurus E(Z | Y;, i € I), mis rahuldab jirgmisi omadusi:

1. Kui Z on soltumatu juhuslikest suurustest Y;, 1 € I, siis

E(Z|Y; iel)=EZ.

2. Kui Z = aZy + BZs, siis

E(Z|Y;, i€l)=aE(Z|Y;, i €1)+BE(Zy | Y, i €1).

3. Kui Z =Y;, mingi ig € I korral, sits
EZ|Y,iel)="Z.
Uldisemalt, kui Z = f(Y), kus Y = (Y;)ie;, siis

E(Z|Yiiel)=2Z

4. Kui Z ja'Y;, i € I on lopliku dispersiooniga, siis W = E(Z | Y;, 1 € I) mi-
nimiseerib suurust E[(Z — W)?| iile koigi suuruste Y;, i € I kaudu avalduvate
Juhuslike suuruste W.

Tingliku keskvaértuse korrektse definitsiooni ja omaduste toestused voib leida néi-
teks raamatust [9].

Alati ei ole aga voimalik parimat prognoosi leida, kuid voib olla voimalik anda
valemid parima lineaarse prognoosi jaoks, mis vastab vahimruutude projektori ka-
sutamisele. Vahimruutude projektori korral kehtivad tingliku keskvidrtusega ana-
loogilised tulemused, mis on toodud jirgnevas lemmas.

Lemma 26 Olgu I mingi loplik voi loenduv indeksite hulk ning olgu Z ja Y;, i € 1
lopliku dispersiooniga juhuslikud suurused. Olgu P vdhimruutude projektor suurus-
tega 1 ja Y;, © € I madratud koikide lopliku dispersiooniga juhuslike suuruste ruumsi
alamruumile (ehk nende lineaarsele kattele). Projektoril P on jargmised omadused
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1. Kui Z on mittekorreleeritud suurustega Y;, 1 € I, sus

PZ =FEZ.

2. Kui Z = aZy + BZs, siis

PZ =aPZ, + PZ,.

3. Kui Z =Y, mingi ig € I korral, sis
Pz =17

Uldisemalt, kui Z avaldub suuruste 1 ja Y, i € I lineaarkombinatsioonina,
S118
Pz =17
4. W = PZ minimiseerib E[(Z — W)?] iile koigi suuruste 1 ja Y;, i € I Ii-

neaarkombintsioonida esituvate juhuslike suuruste W. (tuleneb vihimruutude
projektori definitsioonist).

Juhul, kui suurused (A;);ez on soltumatud, siis saame kasutada tingliku keskvadr-
tuse omadusi ja tuletada parima prognoosi leidmise valemid ning veahinnangud.
Kui aga saame eeldada ainult seda, et (A;),cz on mittekorreleeritud, tsentreeritud
ja teist jarku norgalt statsionaarsed, siis on lihtne veenduda, et leitavad tulemused
kehtivad parimate lineaarsete prognooside jaoks. Vastaku protsess Z ARIMA(p,d,q)
mudelile, kusjuures jérgnevas eeldame, et E((1 — B)?Z;) = 0 ning samuti eeldame
mudeli protsessi W; = (1 — B)?Z, statsionaarust ja pddratavust. Tihistame

Zow = E(Zy | Z1sy 1 =0,1,2,..),
siis tingliku keskvédrtuse omadustest jiareldub
Zg‘k = Zg kui ¢ < k.

Kasutades protsessi esitust autoregressiivsel kujul ning teadmist, et E(Ay4; | Zgp—i, © >
0) = 0, saame juhul £ > 1

o0
Lyt = E i gtk
=1

/—1 00
= E T Lpri—ilk + E i jyt—i-
i=1 i=t

Pikemate prognooside arvutamisel saab seda valemit kasutada samm-sammult: koi-
gepealt arvutame Zkﬂ‘k ajaks k teadaolevate Z vairtuste abil, seejarel kasutame
saadud tulemust Zk+2|k arvutamiseks jne. Saadud tulemuse rakendamisel on aga
kaks probleemi. Esiteks, tegemist on lopmatu summaga, mille tipne arvutamine
on pohimotteliselt raskendatud kui mitte lausa voimatu. Teiseks, praktikas on alati
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teada ainult 10plik arv Z minevikuvadrtusi, nii et 1opmatu summa tuleb igal ju-
hul asendada 16pliku summaga ja see toob kaasa moningase prognoosivea. Samas
aga pooratava mudeli korral kahanevad kordajad m; eksponentsiaalselt ning seda
kiiremini, mida suurem on mooduli poolest vihim poliinoomi #(x) nullkoht. Seega
enamikel juhtudel ldhenevad kordajad m; kiiresti nullile ning lopmatu summa on
viga hasti ldhendatav kiillalt viikese arvu liidetavatega lopliku summaga.
Alternatiivne moodus tulevikuvdértuste ennustamiseks pohineb otseselt ARIMA (p,d,q)
mudeli kujul, mis sisaldab lopliku arvu liidetavaid. Paneme téhele, et me voime selle
mudeli esitada kujul

¢(B)Z: = 0(B) Ay,

kus

o(x) = ¢(z)(1 — ), p(z) =1 — Z iz, 0(z) =1 — Z 0",

Olgu poliinoomi (;3 esituseks

pt+d

gg(x) =1~ Z Qgixia
i=1

siis voib vaadeldava mudeli kirjutada ka kujul

p+d q

Zy = Z QgiZt—i + A — Z 0; A
i=1 i=1

Seega juhul ¢ < g korral kehtib

p+d q
gtk = § i Lygo—ilke — § 05 Apyo—i
=1 =/

ning juhul ¢ > ¢ on prognoosid arvutatavad valemist

p+d
Ltk = E GiZkri—ifk-

i=1

Nagu nidha, méadrab poliinoomiga ¢ misratud rekurrentne vorrand prognooside kii-
tumise alates ¢ > q.

Eelneva prognoosivalemi kasutamine nouab A; vadrtuste teadmist k —q¢ <t < k
korral. Teoreetiliselt ei valmista see probleeme, kuna pooratava mudeli korral on A-
d Z-de kaudu leitavad, kuid praktiliselt on probleemiks see, et meil on teada ainult
loplik arv Z;-de véirtuseid ning isegi kui oleks teada kogu minevik, oleks lopmatu-
te summade leidmine tiilikas. Hidast péddstab aga meid jirgnevas lemmas toodud
tulemus, mille kohaselt voime piisavalt pika aegrea korral leida A; realiseerinud
vadartused vastavalt vorrandile

p+d q
ay = 24 — Zéizt_i + Z@i&t_i, P+ d<t < k?, (48)
i=1 i=1
kus
a=0,p+d—q+1<t<p+d. (4.9)
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Lemma 27 Olgu 2z, 1 < t mingi ARIMA(p,d,q) tiipi protsessi vddrtused ning
olgu a;, t > 1 nendele vddrtustele vastavad protsessi A; vddrtused. Olgu a; vastavalt
vorrandile (4.8) ja algvddrtustele (4.9) arvutatud suurused. Siis

lim |a, — a,| = 0.
n—oo

Harjutus 33 Toestada eelnev lemma.

Prognoosivea standardhéilbe leidmine
Defineerime 6; = 0, ¢ > ¢, siis voime parima prognoosi kirjutada kujul

p+d )
Lt = E GiZyy—ife — Y OiApyoi.
=1 i—t

Kasutades seda valemit ning ARIMA mudeli kuju (kus samuti késitluse lihtsuse
mottes summeerime 6-dega litkmeid kuni lopmatuseni), saab matemaatilise indukt-
siooni abil kiillaltki lihtsalt ndidata, et kehtib vordus

—1
Tt = Zieaw = Y Vi Arrej, (4.10)
§=0
kus
min(j,p+d) R
o =1, ;= O —0;, 3> 1. (4.11)
i=1

Harjutus 34 Toestada, et prognoosiveas esinevad kaalud v, avalduvad valemiga
(4.11) toodud kugul. Soovitus: kasutada matemaatilist induktsiooni jargneval kujul:

1. Veenduda, et £ =1 korral valem (4.10) kehtib

2. FEeldada, et valem kehtib { < ly korral, kus €y > 1 ning ndidata, et siis kehtib
see ka £ = ly+ 1 korral. Selleks ndidata, et kehtib valem

min(p+d,lo) Lo
Zktto+1— Lttt 1]k = E i Zitto41—i— Lt 1—ilk) T Aktto+1— E 0i Attg+1-i-
i=1 =1

Seejirel asendada viimase vorduse paremal poolel olevad vead eelduse pohjal
kehtivast valemist (4.10) ning seejarel muuta kahekorses summas summeeri-
misjdrjekorda nii et vdlimine summa oleks tile muutuja j' =i+ j ja sisemine
summa oleks ile muutuja i. Seejdrel ndidata, et saadud valem annab kordajate
Y, definitsiooni (4.11) kasutades prognoosivea valemi juhul { = (o + 1

3. Kui eelmine punkt on lopule viidud, siis matemaatilise induktsiooni pohjal
kehtib prognoosivea valem iga ¢ > 1 korral.
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Seega on prognoosivea kaalud lihtsalt arvutatavad ning nende abil avaldub /-sammulise
prognoosi vea dispersioon kujul

-1
D(Zpo — Zpsaps) = 05 7.
i=0

Harjutus 35 Olgu Z protsess, mis vastab ARIMA mudelile
(14+0.1B+04B*(1—-B)Z, = (1+0.2B)A,,

kus B on tagasinihke operaator (BZ, = Z;_1). Leidke sellel mudelil pohinevate
parimate 1,2,3,/-sammuliste prognooside vigade standardhdlbed eeldusel, et D(A;) =
1.

Eelnevas vigade standardhélbe arvutuses liks tegelikult vaja ainult, et suurused A,
on mittekorreleeritud ja konstantse dispersiooniga. Tavaliselt viljastavad program-
mid ka usaldusintervalle, mis kehtivad juhul, kui suurused A; on normaaljaotusega
ja soltumatud (sest siis on ka prognoosivead normaaljaotusega).

4.7.2 ARIMA mudeli parameetrite hindamine

Parameetrite hindamisel on mitmeid voimalikke l1dhenemisi. Kuna tarkvara pakub
sageli voimalust nende vahel valida, siis oleks hea teada, mille poolest nad erine-
vad. Parameetreid hindame protsessile W, = (1 — B)9Z; vastava aegrea andmete
wy, Wa, . . ., w, pohjal. Lihtsuse mottes eeldame ka, et E(WW;) = 0.

Tingimusliku ruutude summa minimiseerimine

Oletame, et meil on teada zp,2_1,...,21-p_q Ning agp,a_1,...,a_, tegelikud vaar-
tused; siis saame fikseeritud parameetrite 6 ja ¢ korral arvutada a; = 21 — Zy)o,
Ay = 23 — 21, ..., 0p = Zp — Zpjn—1. Seega voime parameetreid valida néiteks nii,
et minimiseerime prognoosivigade ruutude summat

n

2
E a;.
i=1

Sama valikukriteeriumini jouame ka siis, kui eeldame, et suurused A; on soltumatud
ja normaaljaotusega ning leiame parameetrid 6 ja ¢ nii, et maksimiseerime aegrea
Z1,. .., 2, tOepdra (ehk vektori (ay,...,a,) toepéra). Siin tuleb aga aru saada, et
tegemist on tingliku toepdraga; tingimuseks on see, et meil on teada loigu alguses
toodud z ja a eelnevad viirtused. Seetottu nimetatakse seda parameetrite valiku
reeglit tingliku ruutude summa minimiseerimiseks ehk tinglikuks suurima toepéra
meetodiks.

Praktikas kasutatakse mitmeid erinevaid varasemate viédrtuste fikseerimise moo-
duseid, millest lihtsaim vastab koikide eelnevate z ja a vadrtuste vordsustamisele
nulliga. Kui vaatlusi on viga palju, siis selline ldhenemine annab normaaljaotusega
héirituste korral praktiliselt sama tulemuse, kui suurima toepira meetod; suhteliselt
liihikeste aegridade korral voivad tulemused olla oluliselt erinevad. Kéesolevas ala-
peatiikis eeldame, et juhuslikud suurused A; on soltumatud ning normaaljaotusega.
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Suurima toepira meetod

Kuna protsessi W, vaartused on esitatavad soltumatute normaaljaotusega juhuslike
suuruste A; lineaarkombinatsioonidena, siis on vektor Wy, ..., W,, mitmemdotmeli-
se normaaljaotusega. Mitmemootmelise tsentreeritud normaaljaotuse tihedusfunkt-
sioon esitub kujul

1 1
f(x) = ———F exp(—=x'T " 'x),
P G Y
kus x = (21, ®9,...,x,), X on vastava juhusliku vektori kovariatsioonimaatriks

ning |X| tdhistab maatriksi determinanti. Kui (Wy,...,W,,) vastab ARMA(p,q)
protsessile, siis saab kovariatsioonimaatriksi kirjutada kujul

¥ = 03Q(6,0),
kus €2 ei soltu juhuslike suuruste A; dispersioonist.

Harjutus 36 Leida Q(¢1) ARIMA(1,0,0) mudeli korral ning Q(0,) ARIMA(0,0,1)

mudeli korral

Suurima toepira meetodi korral maksimiseeritakse tavaliselt toepéra logaritmi, mis
avaldub kujul

1 1
¢, 0,04) = —g In(27) — glﬂ oh — 5 In[$(e,0)] - EW/Q(QG)AW
Kuna o4 jargi see funktsioon saavutab maksimumi kohal
2 1 IQ —1
04 = —W (¢7 0) w,
n
siis suurima téepéra hinnangud parameetritele ¢ = (¢1,...,¢,) ja 0 = (64,...,6,)

leidmiseks tuleb maksimiseerida (pérast konstantse liidetava drajdtmist) avaldist

P (w0(0.6) W) - L [0(0.0).

Tingimusteta ruutude summa meetod

Inglise keeles method of unconditional sum of squares. Selle meetodi puhul jaetakse
suurima toepira avaldises vaatluse alt vilja determinandiga liige ning minimiseeri-

takse avaldist
w'Q(0,0) 'w.

Arvutuslikult on see veidi lihtsam, kuid ei oma mérkimisvairseid eeliseid suurima
toepara meetodi eest.
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4.8 ARIMA tiilipi mudelite valikust

Uldine lihtekoht on see, et mida vihem on mudelis parameetreid, seda parem (mui-
dugi tingimusel, et mudel andmetega sobib). Mudeli sobivuse iile otsustatakse prog-
noosivigade soltumatuse kontrolli pohjal; teoreetiliselt peaksid prognoosivead vas-
tama soltumatutele juhuslike suuruste vairtustele. Kuna taielikku soltumatust on
viga raske kindlaks teha, siis aegridade puhul keskendutakse autokorrelatsioonide
uurimisele (mis peaks soltumatute vigade puhul olema teoreetiliselt nullid).

Omaette kiisimus on see, kuidas teha valikut erinevate mudelite vahel, mis koik ra-
huldavad sobivuse kriteeriume, seda eriti juhul, kui parameetrite arvud on erinevad
(voi mudelid kuuluvad erinevatesse klassidesse). Naiivseks ldhenemiseks on see, et
kui me sobitame mudeleid toepira maksimiseerides, siis sobivaima mudeli korral
peaks vaadeldava aegrea tekkimise toepédra olema suurim. Selle ldhenemise puu-
duseks on see, et lopliku arvu andmete olemasolul saame me suurema parameetrite
arvuga mudelit olemasolevate andmetega alati paremini sobitada isegi juhul, kui
tegelikkuses selline mudel sobiv ei ole (nn iilesobitamine). Seetottu tuleb sobivu-
se vordlemisel kindlasti arvestada ka parameetrite arvu. Uheks selliseks sobivuse
moodikuks, mis arvestab nii parameetrite arvu kui ka toepéra, on nn Akaike infor-
matsioonikriteerium, mis avaldub kujul

AIC =2k —2InL,
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Peatukk 5

Mitmemootmelised ja
mittelineaarsed mudelid

Siiani vaatlesime aegrea tulevikuviértuste prognoosimist juhul, kus kasutada oli ai-
nult vaadeldava aegrea minevikuvéértused. Sageli aga on voimalik prognoose tundu-
valt tapsustada, kui kasutada lisaks vaadeldava aegrea minevikuvaartustele veel teisi
andmeid, nditeks teiste juhuslike suuruste minevikuvaartuseid. Néiteks on loomulik
arvata, et majanduse iildseisundi néitajate minevikuvaartused mojutavad oluliselt
siseturismiga seotud suuruseid. Kéesolevas peatiikis vaatleme moningaid moodu-
seid, kuidas selliseid soltuvusi matemaatiliselt modelleerida ning kuidas vastavaid
mudeleid praktikas kasutada.

5.1 Mitmene lineaarne regressioon ARIMA tiiiipi
vigadega

Olgu Z; meid huvitava tunnuse vidrtus ajal ¢ ning (X;(¢), ..., X,,(t)) argumenttun-
nuste vektor, mida saab kasutada suuruse Z; prognoosimiseks. Mitmese lineaarse
regressiooni mudeliks on mudel kujul

Zy = [y + Z BiXi(t) + e,
i1

kus vead ¢; on sama jaotusega, soltumatud ja tsentreeritud, kordajate hinnangu-
te vigade tuletamisel eeldatakse ka vigade normaaljaotusele vastavust. Aegridade
puhul enamasti selline mudel (eriti vigade soltumatuse eeldus) ei kehti, mistottu
standardsete lineaarse regressiooni vahendite kasutamine ning saadud mudeli poh-
jal prognoosimine voib viia viagagi valedele tulemustele. Sageli aga sobivad aegridade
puhul andmetega mudelid, kus vead e; vastavad mingile ARIMA tiiiipi protsessile,
sel juhul réadgitakse lineaarsest regressioonist ARIMA tiilipi vigadega ehk ARIMAX
mudelist. Mudeli sobitamise protseduur on kaheetapiline: koigepealt sobitame ta-
valise regressiooni abil andmetele mitmese regressioonimudeli ja analiiiisime vigade
kiitumist. Vigade kiitumise pohjal valime ARIMA mudeli kuju suuruste ¢, jaoks
ning seejérel leiame valitud ARIMAX tiiiipi mudeli parameetrid (nii -d kui ARI-
MA kordajad) néiteks suurima toepdra meetodil voi siis tinglike prognoosivigade
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ruutude summa minimiseerimise teel. Leitud mudeli headuse kriteeriumiks on prog-
noosivigade soltumatus, mida testitakse autokorrelatsioonide soltumatute juhuslike
suuruste vidrtustele vastavuse testimise abil.

5.2 Ulekandefunktsiooni mudelid

Inglise keeles transfer function models. Vaatleme juhtu, kus meil on kaks protsessi
Z; ja X, millele vastavate aegridade vidrtused on meil olemas. Lihtsuse mottes
eeldame, et molemad protsessid on statsionaarsed (vastasel juhul voib proovida
leida moélemast sobivat jarku diferentsid, et saada soovitud omadustega ridu). Meie
eesmiirgiks on kindlaks teha, milliseid X minevikuvaartuseid (ja voib-olla ka Z
minevikuvaartuseid) regressoritena kasutada nii, et saada voimalikult héid ennustusi
protsessi Z jaoks. Tépsemalt, vaatleme ARIMAX mudelit kujul

Zy=Bo+ Z BiXi—i + &, (5.1)
i=b
kus b > 1 ja suurused &, vastavad mingile ARM A protsessile
QS(B)Et = Q(B)At,

kusjuures eeldame, et suurused A; on so6ltumatud ka protsessi X; viirtustest. Sel
juhul on ka suurused &; soltumatud suurustest X;. Selleks, et parameetreid oleks
loplik arv ning et ennustamiseks kasutataks ainult X; minevikuvdartuseid, otsime
sobivat mudelit selliste hulgast, kus funktsioon

Bx) = Z pix’
i=b
on esitatav 1opliku arvu parameetrite abil kujul

Sz) 1> st

Sellise mudeli voib kirjutada ka kujul

5(1,) — xbv(x) b Zf:ovixi

Zy = Z 0;Zy—i + Z Vi Xt—p—i + M,
i=1 i=0
kus suurused 7, vastavad ARMA protsessile kujul
¢(B)me = 6(B)0(B)A,.

Funktsiooni () nimetatakse iilekandefunktsiooniks, kuna ta kirjeldab, kuidas X
omandatud vidrtused mojuvad ehk kanduvad iile suuruste Z viartustele. Mudeli
sobitamise etapid on jirgmised:

1. Leiame hinnangud suurustele j;
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2. Suuruste f; hinnangute pohjal madrame kindlaks sobiva nihke b ning kasuta-
des teadmist sellest, kuidas erinevate r ja s vaértuste korral peaks suurused
[ teoreetiliselt kdituma, leiame hinnangud ka parameetritele r ja s

3. Leiame sobiva mudeli vigade ¢; jaoks

4. Hindame mudeli parameetreid suurima toepdra meetodil
5. Kontrollime jadkvigade soltumatust

6. arvutame prognoosid (kuni b ajaperioodi ette).

Vaatleme ldhemalt moningaid nendest etappidest

5.2.1 Suuruste §; hindamine

Téahistame kujul v, (k) ja 7..(k) protsesside X ja Z k-ndat jirku autokovariatsioone
ning defineerime ristkovariatsioonid kujul

P)/xz(k) = COV(Xta Zt—i—k);

vastavad autokorrelatsioonid olgu p,.(k), py, (k) ning p,.(k). Korrutades vorrandit
(5.1) suurusega X, j ning leides keskviértuse (ehk arvutades vorrandi parema ja
vasaku poole kovariatsiooni suurusega X; j) saame

Kui niiiid eeldada, kordajad (; on praktiliselt vordsed nulliga alates mingist jargust
K, siis saame vorrandisiisteemi suuruste 8, k= 0,..., K — 1 miaramiseks. Samas
on nende vorrandite lahendamisel (asendades teoreetilised auto- ja ristkovariatsioo-
nid empiirilistega) saadud hinnangud kiillalti ebatépsed, seetottu on voimaluse kor-
ral parem kasutada nn eelvalgendamise (inglise keeles prewhitening) tehnikat.

Eelvalgendamise tehnika on rakendatav, kui protsess X vastab mingile podratavale
ARMA tiiiipi mudelile. Lihtsuse mottes eeldame siin, et EX; = 0, kuigi tegelikult
see ei ole oluline (X; asendamine suurusega X; — EX; muudab ainult konstantset
liiget ning ei mojuta tegelikult eelvalgendamise protseduuri).

Oletame, et X vastab mudelile
gbw(B)Xt = ex(B)ata

kus suurused a; on soltumatud, sama jaotusega (ning séltumatud suurustest X; 1, X o, ...).
Eelnevate eelduste pohjal on nad ka soltumatud suurustest 7,. Péoratavuse tottu
saame

o = 0,(B) ' ¢.(B)X,.

Rakendades niiiid operaatorit 6,.(B) ¢, (B) vorduse (5.1) mdlemale poole, saame

W, = Z Bic—i + &,
i=b
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kus
W, = Qm(B)*lgbx(B)Zt, & = Qx(B)*lqﬁm(B)gt.

Leides niitid eelneva vorduse molema poole kovariatsiooni suurusega a;_j saame
(k) = 038
Yaw — UMk

kust saame kordaja [, avaldada. Praktilise arvutuse seisukohalt on suurused «; lei-
tavad suuruste iihesammuliste prognooside vigadena leitud mudeli abil suuruste X;
prognoosimisel ning suurused W, vastavad tapsel sama mudeli kasutamisel suuruste
Y, ennustamisel tekkivatele tihesammulistele prognoosivigadele.

Eelnevast parema arusaamise huvides vaatleme néitena lihtsat juhtu, kus X vastab

mudelile
Xt = O.4Xt,1 + Q.

Sel juhul mudelile vastavaks iihesammuliseks prognoosiks ajal ¢ on 0.4X; ; ning
vastavaks prognoosiveaks (1—0.4B)X;. Rakedades Z; esitusele operaatorit (1—0.45)
ehk arvutades Z; — 0.4Z; 1 (mis vastab Z; prognoosimise veale, kui eeldada selle
jaoks mudeli Z; = 0.4Z;,_; + A, ; kehtimist), saame

Zy—04Z1=(1=04)B+ Y Bi(Xiei — 04X, 1)+ — 045,
i=b

= 0660 -+ Z ﬂiOét,Z' + & — 0.48,5,1.

i=b
Kuna eelduste kohaselt suurused ¢; ja oy soltumatud iga ¢, k korral, siis on siit ka
vaadeldaval juhul selgesti ndha, et korrelatsioonide leidmine suurustega oy, k > 0
voimaldab meil leida kordajaid (i, k > 0 ilma vorrandisiisteeme lahendamata.

5.2.2 Mudeli kuju parameetrite b,r ja s valik

Kui kordajad S5 on hinnatud, siis b valiku kriteeriumiks on tingimus §; ~ 0, i =
0,1,...,b—1. Kui ainult (kiillalt viike) 16plik arv kordajatest §; on nullist erinevad,
siis voime votta r = 0 ja s = kg—b, kus ky vastab viimase nullist erineva ) indeksile.
Muudel juhtudel aga saab analoogiliselt ARTMA tii{ipi mudelite analiiiisiga niidata,
et alates jargust k = b+ s + 1 rahuldavad kordajad Sy rekurrentset vorrandit

i=1

Teades selliste rekurrentsete vorrandite lahendite kditumist on voimalik piistitada
hiipoteese sobiva r (ja ka s) vddrtuse kohta.

Harjutus 37 Ndidata, et juhul r = 1 kehtib

O = 5f_b_sﬁb+s Vk > b+ s.
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5.3 Garch mudelid

Sageli on majanduslike aegridade puhul véimalik tdheldada seda, et suuremate von-
kumistega rahutumad perioodid vahelduvad suhteliselt stabiilsete perioodidega ning
sageli jadb see efekt alles ka prognoosivigade puhul pérast parima ARIMA tiiiipi
mudeli sobitamist. See aga tdhendab, et vihemalt prognoosivigade arvutamise tu-
lemused ei ole usaldusviirsed, kuna seal lahtutakse iileiildisest keskmisest vigade
standardhilbest, mis huvipakkuva hetke jaoks v6ib olla liiga suur (kui parajasti on
tegemist rahulikuma perioodiga) voi liiga véike (kui on tegemist rahutuma perioo-
diga).

Lihtsalt vaatluse abil ei ole alati lihtne eristada juhuslikult tekkivaid soltumatute
juhuslike suuruste keskmiselt suuremate ja keskmiselt viiksemate riihmade teket
sellisest, kus sellised rithmad on seotud muutuva varieeruvusega. Samas ARIMA
mudelite sobitamisel voime teha lihtsa testi: vaatleme prognoosivigade ruutude au-
tokorrelatsioone ja osaautokorrelatsioone. Kui on tegemist mudeliga, kus héiritused
Ay on soltumatud, on ka prognoosivigade ruutude teoreetilised autokorrelatsioonid
ja osaautokorrelatsioonid nullid ning seega peaks empiirilised autokorrelatsioonid ja
osaautokorrelatsioonid jadma vastavatesse veapiiridesse. Kui see nii aga ei ole, siis
ei pruugi leitud mudel olla sugugi parim ning kindlasti tuleb veapiiridesse suhtuda
suure ettevaatusega.

Uheks mudelite klassiks, mille korral varieeruvus muutub ajast soltuvalt sissetulnud
héiritustest, on ARIMA mudelid GARCH (Generalised Autoregressive Conditional
Heteroskedasticity) hiiritusega kujul

P q
Zy = Z GiZi1 + e — Z Oici—i,
i=1 i=1

&t = UtAn

@ p1
2 2 2
o =w+ g aigr_; + E Bioi_;.

i=1 i=1

Kui parameeter o; soltub ainult eelnevatest héiritustest (st kui [-dega litkmeid
pole), siis nimetatakse seda mudelit ARCH mudeliks.

Mudeli sobitamise protseduur on jargmine:
1. Leiame andmestikule parima ARIMA tiiiipi mudeli

2. Vaatleme prognoosivigade ruutude autokorrelatsioone ja osaautokorrelatsioo-
ne. Kui moned autokorrelatsioonid on veapiiridest selgelt viljas, siis on moist-
lik katsetada GARCH tiilipi mudelitega. Esialgseks hiipoteesiks parameetri ¢;
osas voib votta nullist erinevate osaautokorrelatsioonide arvu; samas tasub
vaadelda ka madalamat jarku GARCH mudeleid.

3. Mudeli loeme sobivaks siis, kui nn. normaliseeritud prognoosivead (st vead,
mis on jagatud hetkele vastava o, vidrtusega) ja nende ruudud ei ole oluli-
selt korreleeritud (st Ljung-Box testi p-vdédrtused on nii vigade kui ka vigade
ruutude korral piisavalt suured).
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